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Resumo

Este trabalho apresenta o desenvolvimento de um sistema de reconhecimento de gestos manuais
para controle da interface de computador utilizando Visdo Computacional e Aprendizado de
Miquina. A solucdo proposta emprega uma webcam convencional para captura das imagens, a
biblioteca MediaPipe Hands para detec¢do das maos e extracao dos landmarks, e o algoritmo
Random Forest para classificacdo dos gestos. O processo de desenvolvimento compreendeu a
coleta de imagens dos gestos, a construcdo de um dataset por meio da extracdo e normalizacao
dos landmarks e o treinamento do modelo de classificagcdo. Foram definidos seis gestos para
controlar acdes do sistema operacional: clique esquerdo, clique direito, movimentagdo do
cursor, rolagem para cima, rolagem para baixo e estado de espera (standby). O modelo foi
avaliado utilizando um dataset independente, por meio das métricas de acuricia, precisdo,
recall, Fl-score e validacdo cruzada. Os resultados obtidos demonstraram desempenho superior
a 99% de acuricia, evidenciando a capacidade do modelo em reconhecer corretamente os gestos
propostos. Os resultados obtidos indicam que a solug¢ao proposta constitui uma alternativa vidvel
para aplicagcdes de interagdo humano-computador fouchless, baseadas em reconhecimento de

gestos em tempo real.

Palavras-chave: Reconhecimento de gestos, Visao Computacional, MediaPipe, Random Forest,
Interacdo Humano-Computador.



Abstract

This work presents the development of a hand gesture recognition system for computer interface
control using Computer Vision and Machine Learning. The proposed solution employs a con-
ventional webcam for image acquisition, the MediaPipe Hands framework for hand detection
and landmark extraction, and the Random Forest algorithm for gesture classification. The de-
velopment process comprised gesture image acquisition, dataset construction through landmark
extraction and normalization, and model training. Six gestures were defined to control operating
system actions: left click, right click, mouse movement, scroll up, scroll down, and standby.
The model was evaluated using an independent test dataset through accuracy, precision, recall,
Fl1-score, and cross-validation metrics. The results achieved an accuracy greater than 99%,
demonstrating the model’s ability to correctly recognize the proposed gestures. The obtained
results indicate that the proposed solution is a viable alternative for fouchless human-computer

interaction applications based on real-time hand gesture recognition.

Keywords: Hand Gesture Recognition, Computer Vision, MediaPipe, Random Forest, Human-

Computer Interaction.
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1 Visao Geral

1.1 Declaracao do Problema

A interagdo humano-computador tem evoluido rapidamente com o avango das tecnologias de
interfaces naturais, tornando os gestos manuais uma forma cada vez mais intuitiva e acessivel de
controle de dispositivos digitais. No entanto, o uso de gestos para substituir periféricos tradicio-
nais, como mouse e teclado, em computadores pessoais ainda apresenta desafios significativos.

Como implementar um sistema preciso, eficiente e acessivel de reconhecimento de ges-
tos manuais em tempo real, utilizando apenas visdo computacional, para complementar ou
auxiliar o uso de dispositivos tradicionais em operacdes bdsicas de navegacdo computacional
(movimentacdo do cursor, cliques, rolagem de paginas)?

Embora os gestos manuais sejam amplamente adotados em dispositivos mdveis, consoles de
videogame e aplicagdes de realidade aumentada, sua aplicacdo em ambientes de desktop enfrenta
barreiras estruturais. As solugdes comerciais existentes geralmente dependem de hardware
especializado - como sensores de profundidade (Kinect, Leap Motion) ou cameras proprietarias
-, 0 que eleva o custo, reduz a acessibilidade e limita a ado¢do em larga escala. Adicionalmente,
muitos sistemas comerciais exigem configuracoes complexas, calibracio frequente e ambientes
controlados, tornando-os impraticdveis para uso didrio.

Essa limitagdo € especialmente critica em cendrios especificos: como em ambientes la-
boratoriais ou hospitalares que exigem esterilizagdo e interagdes touchless; espacos publicos
ou salas de aula onde o compartilhamento de periféricos € indesejdvel; e situacdes em que o
usudrio precisa manter as maos livres para outras atividades. Nesses contextos, a auséncia de
uma solugdo de baixo custo, baseada em webcam convencional e bibliotecas de codigo aberto,
representa uma lacuna importante na drea de Interacdo Humano-Computador (IHC) e Visao
Computacional.

O problema, portanto, ndo se restringe apenas a precisao técnica do reconhecimento, mas
abrange também a eficiéncia computacional (baixa laténcia em tempo real), a acessibilidade
economica (sem necessidade de hardware adicional) e a robustez ambiental (funcionamento
em diferentes condi¢des de iluminagdo, fundo e presenga de multiplas pessoas). Superar essas
barreiras € fundamental para democratizar o controle gestual e promover interfaces mais naturais,
inclusivas e sustentdveis no cotidiano dos usudrios de computadores.

Esta pesquisa busca preencher essa lacuna ao propor um protétipo funcional, modular e
de fécil replicacao, contribuindo tanto para o avanco cientifico na drea quanto para aplicacdes

préticas da tecnologia no cotidiano.



1.2

Objetivo

O objetivo geral deste trabalho € projetar, implementar e analisar um protétipo de interagdo ges-

tual para controle bésico de interface computacional, utilizando técnicas de visao computacional

e uma webcam convencional como dispositivo de captura, de modo a possibilitar a execucao

de comandos essenciais de navegacdo, como movimentacdo do cursor, cliques e rolagem de

paginas.

Para que o objetivo geral seja atingido, foram delineados os seguintes objetivos especificos:

1.3

Implementar detec¢do e rastreamento preciso de maos em tempo real utilizando MediaPipe
[5] e OpenCV;

Definir e implementar um conjunto minimo de gestos intuitivos para controle basico de

navegacao;

Desenvolver a integracdo entre os gestos reconhecidos e os comandos do sistema opera-

cional;

Avaliar o desempenho do sistema por meio de métricas como precisao, laténcia, taxa de

falsos comandos e robustez da solugdo;

Realizar testes exploratorios com usudrios para obter feedback preliminar sobre a usabi-

lidade e aceitacdo da solugdo.

Definicdes, Siglas e AbreviacGes

Visao Computacional: Area da Ciéncia da Computagio e Inteligéncia Artificial que
permite aos computadores interpretar e compreender informagdes extraidas de imagens e

videos.

IHC / HCI: Interagdo Humano-Computador (Human-Computer Interaction), drea dedi-

cada ao estudo, projeto e avaliacdo de sistemas computacionais centrados no usudrio.

NUI: Natural User Interface, interfaces de usudrio naturais baseadas em gestos, voz, toque

Oou movimentos corporais.

MediaPipe: Framework do Google para constru¢do de pipelines de percep¢do multimidia

em tempo real, utilizado para deteccdo e rastreamento de maos.

OpenCV: Biblioteca de cdigo aberto de visdo computacional, amplamente utilizada para

processamento de imagens e videos em tempo real.

PyAutoGUI: Biblioteca Python para automacao de interface gréfica do sistema operaci-

onal (controle de mouse e teclado).



* Random Forest: Algoritmo de aprendizado de miquina baseado em ensemble de drvores

de decisdo, utilizado para classificacao dos gestos.

* KNN: K-Nearest Neighbors, algoritmo de aprendizado supervisionado baseado em ins-

tancias e proximidade entre amostras.

* HMM: Hidden Markov Model (Modelo Oculto de Markov), modelo probabilistico utili-

zado para modelagem de sequéncias temporais.

* landmarks: Pontos de referéncia anatdmicos (21 pontos tridimensionais) detectados pelo

MediaPipe Hands que representam a estrutura da mao.

1.4 Proposta de Solucao de Software

O sistema proposto consiste em um pipeline completo que captura imagens da webcam, detecta e
rastreia as maos, reconhece gestos pré-definidos e converte-os em agdes do sistema operacional.
Utiliza apenas hardware comum (webcam) e bibliotecas de cédigo aberto, garantindo baixo

custo e alta acessibilidade. O fluxo principal consiste em:

Captura continua de frames da camera.

* Pré-processamento da imagem.

Detec¢ao das maos e extragao dos landmarks utilizando MediaPipe Hands [5].

* Normalizacdo dos landmarks extraidos.

Classificacdo dos gestos por meio de um modelo de aprendizado de méquina treinado

utilizando Random Forest.

Execuc¢do da agdo correspondente (mouse, clique, scroll etc.).

O treinamento do modelo é realizado previamente a partir de um conjunto de imagens
coletadas para cada gesto. As imagens passam por um processo de extracdo dos landmarks
e geracao de dataset, permitindo que o classificador aprenda padrdes associados as diferentes
configura¢des da mao. Durante a execu¢do em tempo real, o sistema utiliza 0 mesmo processo
de extracdo de landmarks e envia os dados ao modelo treinado para determinar qual gesto esta

sendo realizado pelo usudrio.



# | HandTracker

sture: mouse_moving

Figura 1 — Visdo geral do sistema em execug¢do, controlando o cursor com o gesto correspon-
dente



2 Requisitos

2.1 Requisitos Funcionais

RF01 Como um usudrio de computador, eu quero que o sistema capture continuamente o
video da webcam para que meus gestos sejam detectados em tempo real sem interrupgdes

durante o uso da ferramenta.

RF02 Como um usudrio de computador, eu quero que o sistema detecte e rastreie minha mao

para identificar com precisao a posi¢ao e os movimentos realizados.

RF03 Como um usudrio de computador, eu quero que o sistema reconhecga gestos pré-definidos

para executar acoes bdsicas de navegacdo sem usar mouse ou teclado.

RF04 Como um usudrio de computador, eu quero que os comandos correspondentes ao gesto
sejam executados imediatamente no sistema operacional para ter uma experiéncia de

navegacao fluida e natural.

RF05 Como um usudrio de computador, eu quero que o sistema ignore gestos com baixa con-
fianca ou auséncia de mao para evitar comandos acidentais em ambientes com multiplas

pessoas.

2.2 Requisitos Nao-Funcionais

RNF01 Laténcia maxima de 100 ms por frame.
RNF02 Precisdao minima de 90% nas condi¢Ges de operacio previstas para o sistema.
RNF03 Funcionar com webcam padrao (720p ou superior).

RNF04 Interface leve e sem instalacdo de hardware extra.



3 Fundamentacao Tedrica

3.1 Interacao Humano-Computador

A Interagado Humano-Computador (IHC) é uma drea dedicada ao estudo, projeto e avaliacao
de sistemas computacionais voltados para o uso humano. Seu objetivo principal consiste em
desenvolver interfaces que permitam uma comunicagdo eficiente, intuitiva e acessivel entre
usudrios e sistemas computacionais.

Com a evolugdo dos dispositivos digitais, surgiram novas formas de interacdo que bus-
cam reduzir a dependéncia de dispositivos fisicos tradicionais, como teclado e mouse. Nesse
contexto, interfaces naturais ganharam destaque por possibilitarem a utilizacdo de movimentos
corporais, gestos, voz e expressoes faciais como mecanismos de entrada. A Alexa, por exemplo,
assistente virtual da Amazon, ganhou bastante destaque nos dltimos anos. Recentemente, foram
lancados os celulares da linha Huawei Mate, que também oferecem recursos de reconhecimento
de gestos para realizar algumas atividades. Essas abordagens tornam a intera¢do mais intuitiva
e aproximam a comunica¢do homem-méquina das formas de interacao presentes no cotidiano.

O reconhecimento de gestos manuais representa uma das aplicagdes mais relevantes das
interfaces naturais. Por meio da interpretacio de movimentos das maos, torna-se possivel
executar comandos sem contato fisico direto com dispositivos convencionais. Essa caracteristica
torna esses sistemas particularmente interessantes para aplicagdes relacionadas a acessibilidade,
ambientes hospitalares, laboratdrios, sistemas publicos e cendrios onde a interagcdo fouchless é
desejavel.

Além da praticidade, alguns sistemas baseados em gestos visam contribuir para a inclusao
digital de usudrios que apresentam limitacdes motoras ou dificuldades na utilizagcdo de periféricos
convencionais. Dessa forma, o desenvolvimento de solucdes de reconhecimento gestual estd
diretamente alinhado aos objetivos da IHC de promover interfaces mais eficientes e centradas

no usuario.

3.2 Visao Computacional

A Visao Computacional € uma drea da Ciéncia da Computacdo que busca capacitar sistemas
computacionais a interpretar e compreender informagdes extraidas de imagens e videos. Seu
propdsito € permitir que maquinas realizem tarefas tradicionalmente associadas a percep¢ao
visual humana, como identificagdo de objetos, rastreamento de movimentos e reconhecimento
de padrdes.

Os avancos recentes em processamento digital de imagens e aprendizado de mdquina ampli-

aram significativamente as aplicagcdes da visdo computacional em diferentes dreas, incluindo se-



guranca, medicina, automacao industrial, veiculos autdbnomos e interagdo humano-computador.

No contexto do reconhecimento de gestos, a visdo computacional € responsavel por capturar
informagdes visuais do usudrio por meio de cameras e transformé-las em representacdes compu-
tacionais capazes de serem processadas por algoritmos de classificacdo. Esse processo envolve
etapas como aquisicdo da imagem, deteccdo da mao, extracdo de caracteristicas relevantes e
reconhecimento do gesto executado.

Uma das principais vantagens dos sistemas baseados em visao € a possibilidade de utiliza¢do
de cameras convencionais, reduzindo custos e eliminando a necessidade de dispositivos especia-
lizados. Essa caracteristica favorece a democratizagdo da tecnologia e amplia sua aplicabilidade

em diferentes contextos.

3.3 Reconhecimento de Gestos

O reconhecimento de gestos consiste no processo de identificacdo e interpretagdo de movimen-
tos realizados por um usudrio, convertendo-os em comandos compreensiveis por um sistema
computacional.

Segundo Mitra e Acharya (2007) [1], os gestos podem ser classificados em duas categorias
principais: gestos estaticos e gestos dinamicos. Gestos estdticos correspondem a configuracdes
especificas das maos ou dos dedos observadas em um unico instante de tempo, enquanto
gestos dindmicos envolvem movimentos continuos e dependem da anédlise temporal de multiplos
quadros de video. O trabalho atual foca apenas no reconhecimento de gestos estaticos.

Os sistemas de reconhecimento gestual normalmente seguem um fluxo composto por aqui-
sicdo dos dados visuais, segmentacdo da regido de interesse, extracdo de caracteristicas e
classificacdo. O desempenho dessas etapas influencia diretamente a precisao do sistema final.

Embora os avangos recentes tenham aumentado significativamente a confiabilidade desses
sistemas, diversos desafios ainda permanecem. Fatores como varia¢des de iluminacao, diferen-
cas entre usudrios, oclusdes parciais das maos, mudancas de escala e fundos complexos podem
afetar a qualidade das informagdes extraidas e reduzir a taxa de reconhecimento.

Além disso, a transi¢do entre diferentes gestos pode gerar ambiguidades durante a classi-
ficacdo, exigindo estratégias adicionais para reduzir falsos positivos € aumentar a robustez do

sistema.

3.4 MediaPipe Hands

O MediaPipe Hands [5] € uma solucdo desenvolvida pelo Google para detec¢do e rastreamento
de maos em tempo real. A ferramenta utiliza técnicas de visdo computacional e deep learning
para localizar e acompanhar pontos de referéncia anatdmicos das maos com precisao.

O modelo ¢é capaz de identificar até 21 pontos de referéncia tridimensionais, denominados

landmarks, distribuidos ao longo da palma e dos dedos. Cada landmark € representado pelas



coordenadas espaciais X, y € z, que descrevem sua posi¢do relativa na imagem capturada pela
camera.

A utilizagao desses pontos permite representar a configuracao da mao de forma compacta e
informativa, reduzindo significativamente a quantidade de dados necessdrios para o processo de
classificagdo. Em vez de utilizar a imagem completa como entrada do modelo, torna-se possivel
trabalhar apenas com as informagdes geométricas extraidas dos landmarks.

Outra vantagem do MediaPipe Hands € sua capacidade de operar em tempo real utilizando
hardware convencional. Essa caracteristica o torna especialmente adequado para aplicagdes de
interacao humano-computador que exigem baixa laténcia e execucao continua.

No presente trabalho, os landmarks extraidos pelo MediaPipe constituem a principal fonte

de dados utilizada para o treinamento e execucdo do modelo de reconhecimento gestual.
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Figura 2 — Representacdo dos landmarks presente no site oficial do MediaPipe

3.5 Aprendizado de Maquina

O Aprendizado de Mdquina € uma subdrea da Inteligéncia Artificial dedicada ao desenvolvi-
mento de algoritmos capazes de identificar padroes em dados e realizar previsdes ou classifica-
coes sem a necessidade de programacdo explicita para cada situacao.

De acordo com Mitchell (1997) [2], um sistema aprende a partir da experi€ncia quando seu
desempenho em uma determinada tarefa melhora progressivamente a medida que recebe novos
exemplos.

Entre os paradigmas existentes, o aprendizado supervisionado € um dos mais utilizados
em problemas de classificacdo. Nesse tipo de abordagem, o algoritmo € treinado utilizando
exemplos previamente rotulados, permitindo que aprenda a associar padrdes de entrada as
respectivas categorias de saida.

No contexto deste trabalho, o conjunto de treinamento € composto pelos landmarks extraidos
das imagens dos gestos coletados. Cada amostra € associada a uma das seis classes definidas
para o sistema: Clique Esquerdo, Clique Direito, Mover Cursor, Scroll para Cima, Scroll para

Baixo e Standby.


https://ai.google.dev/edge/mediapipe/solutions/vision/gesture_recognizer?hl=pt-br

Ap6s o treinamento, o modelo torna-se capaz de classificar novos gestos observados durante
a execucao em tempo real, permitindo a conversdao dos movimentos do usudrio em comandos

computacionais.



4 Trabalhos Relacionados

O reconhecimento de gestos manuais tem sido amplamente estudado nas dreas de Visao Com-
putacional e Interacdo Humano-Computador devido ao seu potencial para tornar a comunicagao
entre usudrios e sistemas computacionais mais natural e intuitiva. Diversas pesquisas tém ex-
plorado diferentes técnicas para captura, processamento e interpretacdo dos movimentos das
maos, utilizando desde sensores especializados até abordagens baseadas exclusivamente em
visao computacional.

Um dos trabalhos relevantes na drea € apresentado por Macedo e Gomes (2021) [3], que
propdem um sistema de interacdo computacional baseado na detec¢do das maos utilizando
uma webcam e o algoritmo Haar Cascade. O sistema desenvolvido permite controlar as teclas
direcionais do computador por meio do posicionamento das maos em regides especificas da
imagem capturada. Os autores obtiveram resultados satisfatorios, alcancando acuracia de 82%,
recall de 80% e F1-Score de 81%, demonstrando a viabilidade da utilizacdo de solucdes de
baixo custo para interacdo humano-computador.

Embora apresente bons resultados, a abordagem baseada em Haar Cascade possui limitacdes
relacionadas a representacdo dos gestos. O método concentra-se principalmente na deteccao
da presenca da mao e nao na andlise detalhada da configuracdo dos dedos e articulacoes,
restringindo a quantidade de comandos distintos que podem ser reconhecidos.

Outra abordagem relevante € apresentada por Bentes (2024) [4] no trabalho denominado
MusicalGestures. A proposta utiliza visdo computacional e aprendizado de mdquina para
reconhecer gestos manuais em tempo real e converté-los em notas musicais. O sistema emprega
deteccao das maos e um modelo treinado para classificar diferentes gestos, permitindo a criacao
de uma interface musical baseada exclusivamente em movimentos das maos. Os resultados
demonstraram o potencial do reconhecimento gestual como mecanismo de interacdo natural,
especialmente em aplicagdes criativas e artisticas.

Além dos trabalhos especificos, a literatura apresenta diversas técnicas para reconhecimento
de gestos. Mitra e Acharya (2007) [1] classificam os métodos existentes em diferentes cate-
gorias, incluindo Mdaquinas de Estados Finitos, Modelos Ocultos de Markov, Redes Neurais
Artificiais e outros algoritmos de aprendizado de méquina. Os autores destacam que sistemas
de reconhecimento gestual enfrentam desafios relacionados a segmentacdo dos movimentos,
variabilidade entre usudrios, iluminac¢do, oclusdes e transicoes entre gestos.

Observa-se que muitas solugdes comerciais e académicas dependem de sensores especi-
alizados, cameras de profundidade ou dispositivos dedicados para alcancar elevados niveis
de precisdo. Embora esses equipamentos proporcionem resultados satisfatérios, seu custo e
complexidade de implantacao podem limitar sua adocao em larga escala.

O presente trabalho, por sua vez, propde um sistema capaz de reconhecer gestos manuais

utilizando apenas uma webcam convencional, sem a necessidade de sensores adicionais. A



solugdo utiliza o MediaPipe Hands [5] para extracdo dos landmarks das mios e um modelo
Random Forest para classificacao dos gestos. Essa combinacdo busca oferecer uma alternativa
de baixo custo, acessivel e compativel com computadores convencionais, mantendo desempenho

adequado para aplicacdes de controle de interface em tempo real.



5 Metodologia

5.1 Visao Geral da Metodologia

A metodologia adotada neste trabalho consiste no desenvolvimento de um sistema de reco-
nhecimento de gestos manuais baseado em visao computacional e aprendizado de maquina. O
processo € composto por cinco etapas principais: coleta dos dados, aumento de dados, extragcdo e
normalizagdo dos landmarks, treinamento do modelo de classificacdo e execug¢ao dos comandos
em tempo real.

Inicialmente, sdo coletadas imagens representando os gestos previamente definidos. Em
seguida, essas imagens passam por um processo de pré-processamento e aumento de dados com
o objetivo de ampliar a diversidade das amostras utilizadas no treinamento. Posteriormente,
os landmarks das maos sdo extraidos e normalizados utilizando o MediaPipe Hands [5] e
armazenados em um dataset estruturado. Por fim, os dados sdo utilizados para treinamento
de um modelo Random Forest responsavel pela classificacdo dos gestos durante a execugao do

sistema.

5.2 Definicao dos Gestos

Para garantir clareza e viabilidade do projeto, foi definido um conjunto inicial de gestos bésicos,

cada um associado a um comando especifico do sistema operacional.

Comando Gesto Manual

Mover cursor | Dedo indicador levantado com polegar aberto
Clique esquerdo | Dedo indicador levantado com polegar fechado

Clique direito | Dedo indicador e minimo levantado com polegar aberto

Standby Dedos indicador e médio levantados juntos, com o polegar ao lado do

indicador
Scroll para cima | Mao fechada com polegar para cima
Scroll para baixo | Mao fechada com polegar para baixo

Tabela 1 — Descri¢cdo dos gestos definida na documentacao do projeto.


https://docs.google.com/document/d/1irDKr_jfGSwZlUoAg3jln4eYlAe7fINJod7CBiH7cto/edit?usp=drive_link

Figura 3 — Gestos retirados da aplicacdo em execucao com debug ativo.

A inclusdo da classe Standby tem como objetivo reduzir ativagdes involuntarias e minimizar

a ocorréncia de falsos positivos durante a utiliza¢do do sistema.

5.3 Coleta das Imagens

Para a constru¢do do conjunto de treinamento, foram coletadas imagens contendo exemplos dos
gestos definidos. Durante a coleta, buscou-se capturar diferentes variagdes de posicionamento da
mao, incluindo mudangas de distancia em relagdo a cimera e pequenas alteragdes de orientagao.

Foram coletadas 450 imagens para cada gesto, e para cada imagem coletada foi realizado o
espelhamento horizontal da mesma, visando evitar que o modelo aprenda a classificar apenas
os gestos feitos por uma das maos. No total, com o flip das imagens, obtivemos 900 imagens
por gesto e um total de 5.400 imagens, somando todos os gestos.

A utilizacdo de diferentes angulos e distancias busca aumentar a capacidade de generalizacio
do modelo, tornando-o mais robusto diante das varia¢des encontradas em cendrios reais de

utilizagao.
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Figura 4 — Amostra dos gestos coletados (Clique Esquerdo)

5.4 Aumento de Dados

Ap6s a coleta, as imagens passaram por um processo de aumento de dados.

As técnicas utilizadas incluem:

* Espelhamento horizontal;

* Rotacdo em diferentes angulos.

O objetivo dessas transformagdes € gerar novas variagdes dos gestos sem a necessidade de
realizar novas coletas, contribuindo para aumentar a diversidade do conjunto de treinamento e
reduzir problemas de overfitting durante o treinamento do modelo.

Nesse processo, para cada imagem foram geradas 3 imagens adicionais, variando as carac-
teristicas listadas anteriormente. Com isso, temos um total de 3.600 imagens por gesto, € um

total de 21.600 imagens, somando todos os gestos.

U

B
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Figura 5 — Amostra dos gestos aumentados (Clique Esquerdo)



5.5 Extracao dos Landmarks

A extracdo das caracterfsticas € realizada utilizando o MediaPipe Hands [5].

Para cada imagem processada, o MediaPipe identifica os principais pontos anatdmicos da
mao e retorna um conjunto de 21 landmarks tridimensionais. Cada landmark € representado
por coordenadas espaciais que descrevem sua posicao relativa na imagem.

Durante os testes, foi observado que a coordenada de profundidade, o eixo z, ndo era tio
precisa e variava de forma considerdvel, mesmo com a mao relativamente estdvel na imagem.
Dessa forma, o eixo z foi removido da construcao do dataset.

Esses pontos fornecem uma representagdo compacta da configuracdo da mao, permitindo
que o processo de classificacdo seja realizado utilizando informagdes geométricas em vez das
imagens completas. Essa abordagem reduz significativamente a dimensionalidade dos dados e

diminui o custo computacional do treinamento.

5.6 Normalizacao dos Landmarks e Construcao do Dataset

Ap6s a deteccdo da mao pelo MediaPipe Hands [5], os landmarks extraidos passam por uma
etapa de normalizacdo antes de serem armazenados no dataset. O objetivo desse procedimento
é reduzir a influéncia de fatores externos, como distancia da cdmera, tamanho aparente da mao
na imagem e pequenas variagdes de posicionamento, permitindo que o modelo de classificacao
aprenda padrdes relacionados ao gesto executado e ndo as condicdes de captura.

O processo inicia-se com a identificacdo dos valores minimos e maximos das coordenadas
horizontais e verticais dos 21 landmarks detectados. Esses valores sdo utilizados para definir
uma regido delimitadora (bounding box) correspondente a drea ocupada pela mdo na imagem.

A partir dessa regido, cada coordenada € convertida para uma escala relativa compreendida
entre 0 e 1. Para cada landmark, as coordenadas normalizadas sao calculadas utilizando a
diferenca entre a coordenada original e o valor minimo observado, dividida pela amplitude
correspondente do eixo analisado.

Lj — Tmin

=— """ (5.1)

Lmax — Lmin

norm

Ty

Dessa forma, a posicdo de cada ponto passa a ser representada relativamente ao espaco
ocupado pela propria mao, independentemente de sua localizagao absoluta na imagem.

Essa estratégia apresenta uma importante vantagem para o problema abordado neste trabalho.
Como os gestos podem ser executados a diferentes distancias da camera e em diferentes regioes
do campo de visdo, utilizar coordenadas absolutas poderia fazer com que um mesmo gesto fosse
representado por valores significativamente distintos. Com a normalizagdo, gestos equivalentes
tendem a produzir representagdes mais consistentes, facilitando o aprendizado do modelo.

Ao final do processo, cada amostra do dataset € representada por um vetor numérico composto

pelas coordenadas normalizadas dos 21 landmarks fornecidos pelo MediaPipe Hands e pelas



caracteristicas auxiliares. Essas caracteristicas adicionais sao obtidas a partir do cdlculo do ponto
médio entre a base e a extremidade de cada dedo, fornecendo uma representacao complementar
da configuracdao da mao naquele gesto.

Considerando que ao final possuimos 21 landmarks, e cada landmark é composto pelas
coordenadas (x e y), sdo gerados inicialmente 42 atributos. Em seguida, sdo adicionadas 10
features provenientes dos cinco pontos médios calculados (x e y), resultando em um vetor final
contendo 52 features numéricas. Esse vetor € entdo associado a respectiva classe do gesto
executado e armazenado no dataset para utilizacdo durante o treinamento do modelo Random

Forest.

5.7 Treinamento do Modelo

O treinamento € realizado utilizando o algoritmo Random Forest Classifier.

Durante essa etapa, o modelo recebe como entrada os vetores de features extraidos dos
landmarks e aprende padrdes associados a cada uma das classes definidas para o sistema.

O modelo foi treinado utilizando 80% do dataset, enquanto os 20% restantes foram reservados
para a etapa de teste. Essa divisdo permite avaliar a capacidade de generalizacdo do modelo
em relacdo ao dataset de treino, verificando seu desempenho na identificacdo de gestos que nao
foram utilizados durante o treinamento.

Ao final do processo, o0 modelo alcangou uma acuricia de 100% sobre os dados de treina-
mento e de 99,84% sobre o conjunto de teste obtido a partir da divisdo treino/teste utilizada
durante o treinamento. Esse resultado demonstra uma excelente capacidade de generalizacao
dos dados de treinamento, evidenciando a importancia da separacdo entre os conjuntos de trei-
namento e teste para uma avaliagdo confidvel do desempenho do modelo. Posteriormente, foi
realizada uma avaliacdo adicional utilizando um conjunto independente de imagens, apresentada

no Capitulo 7, na qual foi obtida acurécia de 99,32%.
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Figura 6 — Pipeline de Treinamento

5.8 Selecdo do Algoritmo de Classificacao

A escolha do algoritmo de aprendizado de méquina representa uma etapa fundamental no de-
senvolvimento de sistemas de reconhecimento de gestos. Diferentes algoritmos apresentam
caracteristicas distintas quanto a forma de aprendizado, complexidade computacional e capaci-
dade de modelar padroes presentes nos dados. Considerando o objetivo deste trabalho, foram
analisadas trés abordagens: K-Nearest Neighbors (KNN), Hidden Markov Model (HMM) e
Random Forest.

5.8.1 K-Nearest Neighbors (KNN)

O algoritmo K-Nearest Neighbors (KNN) é um método de aprendizado supervisionado baseado
em instancias. Diferentemente de algoritmos que constroem explicitamente um modelo durante
o treinamento, o KNN armazena todas as amostras do conjunto de treinamento e realiza a
classificagdo de novas instancias comparando-as com seus vizinhos mais proximos.

O funcionamento do algoritmo consiste em calcular a distancia entre a nova amostra e
todas as amostras previamente armazenadas. Em seguida, sdo selecionados os k vizinhos mais

proximos e a classe € definida por votagdo majoritdria entre esses vizinhos.
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Figura 7 — Gréfico de exemplo do algoritmo KNN.

Fonte: Adaptado de [7].

Entre suas principais vantagens destacam-se a simplicidade de implementacao, a facilidade
de interpretacdo e o bom desempenho em problemas de baixa complexidade e reduzido nimero
de atributos.

Entretanto, para aplicacbes em tempo real, como o reconhecimento continuo de gestos,
o KNN apresenta algumas limitacdes. Como todas as comparacdes sdo realizadas durante
a inferéncia, o tempo de classificacdo cresce proporcionalmente ao tamanho do conjunto de
treinamento. Além disso, seu desempenho pode ser significativamente afetado pela presenca de
ruido, pela escolha do valor de k e por diferencas de escala entre as caracteristicas.

Considerando que o sistema proposto deve realizar classificagcdes continuamente a cada
quadro capturado pela webcam, o custo computacional da etapa de inferéncia torna o KNN uma

alternativa menos adequada para este trabalho.

5.8.2 Hidden Markov Model (HMM)

Os Hidden Markov Models (HMM) constituem modelos probabilisticos capazes de representar
sequéncias temporais por meio de estados ocultos e probabilidades de transi¢do entre esses
estados.

Segundo Mitra e Acharya (2007) [1], um processo pode ser descrito por um HMM quando
sua evolucdo temporal satisfaz a propriedade de Markoyv, isto €, a probabilidade do estado atual

depende apenas de um ndmero limitado de estados anteriores.



Figura 8 — Representacdo da transicao entre estados do algoritmo HMM.

Fonte: Adaptado de [1].

Os HMMs sdo amplamente empregados em problemas cujo comportamento temporal €
determinante para a classificacdo, como reconhecimento de fala, escrita manuscrita, anélise de
movimentos humanos e reconhecimento de gestos dinamicos.

Durante a fase de planejamento deste trabalho, o HMM foi considerado uma alternativa
promissora, uma vez que havia a inten¢do de incluir gestos dindmicos, caracterizados por
movimentos executados ao longo do tempo. Nesses casos, a ordem temporal das posi¢des
da mao constitui uma informagdo essencial para diferenciar gestos semelhantes, tornando os
Modelos Ocultos de Markov particularmente adequados.

Entretanto, ao longo do desenvolvimento, optou-se por restringir o escopo do sistema ao
reconhecimento de gestos estdticos. Nesse contexto, cada gesto pode ser representado por uma
unica configuragdo espacial da mao, nao havendo necessidade de modelar relacdes temporais en-
tre quadros consecutivos. Dessa forma, a principal vantagem dos HMMs deixou de ser relevante
para o problema abordado, enquanto sua maior complexidade de implementacao e treinamento

passou a representar uma desvantagem em relagdo a outros algoritmos supervisionados.

5.8.3 Random Forest

O Random Forest € um algoritmo de aprendizado supervisionado baseado na combinagdo de
multiplas arvores de decisdo. Durante o treinamento, cada drvore é construida utilizando
subconjuntos aleatérios das amostras e dos atributos disponiveis, processo conhecido como
bootstrap aggregating (bagging).

Na etapa de classificacao, cada drvore realiza uma predi¢ao de forma independente, sendo a

classe final determinada por votagdo majoritaria entre todas as arvores da floresta.
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Figura 9 — Grafico de exemplo do algoritmo Random Forest.

Fonte: Adaptado de [6].

Essa estratégia reduz significativamente o risco de overfitting presente em drvores de decisao
individuais, além de aumentar a capacidade de generaliza¢do do modelo.

Outra caracteristica importante do Random Forest é sua capacidade de lidar naturalmente
com problemas multiclasse, atributos numéricos e conjuntos de dados de dimensao relativamente
elevada, sem exigir procedimentos complexos de pré-processamento.

Além disso, o algoritmo apresenta baixa sensibilidade a ruidos presentes no conjunto de
treinamento, elevada velocidade durante a inferéncia e permite estimar a importancia relativa
de cada atributo utilizado na classificagdo. Essa tultima caracteristica representa uma vantagem
adicional, pois possibilita analisar quais landmarks exercem maior influéncia na distin¢do entre
0s gestos.

Essas propriedades tornam o Random Forest particularmente adequado para aplicacdes em
tempo real, nas quais milhares de classificagdes sio realizadas continuamente durante a execucao

do sistema.

5.8.4 Justificativa da Escolha

Apo6s a andlise das alternativas, optou-se pela utilizacdo do algoritmo Random Forest como
modelo de classificagdo dos gestos.

Embora o KNN apresente simplicidade de implementagao, seu custo computacional durante
a inferéncia aumenta conforme o crescimento do conjunto de treinamento, uma vez que o
algoritmo percorre todo o dataset a cada predi¢ao, caracteristica pouco desejavel em aplicagdes
que exigem baixa laténcia, além da sua alta sensibilidade a ruidos.

Os Hidden Markov Models, por sua vez, mostraram-se adequados para cendrios envolvendo
gestos dindmicos, nos quais a informacdo temporal exerce papel fundamental durante a clas-

sificacdo. Entretanto, como o escopo final deste trabalho foi direcionado exclusivamente ao



reconhecimento de gestos estdticos, a modelagem temporal oferecida pelos HMMs deixou de
representar uma vantagem pratica.

Por fim, com base na andlise tedrica realizada e nas caracteristicas do problema abordado,
o Random Forest foi selecionado por apresentar um equilibrio entre simplicidade de imple-
mentacao, capacidade de classificacdo multiclasse, robustez e potencial de execu¢do em tempo
real.

Assim, considerando o escopo e as restri¢des de desenvolvimento deste trabalho, o Random
Forest foi considerado uma escolha adequada, por atender de forma satisfatéria aos requisitos es-
tabelecidos e oferecer um resultado consistente de desempenho, interpretabilidade e viabilidade

de implementacao.

Critério KNN HMM Random Forest
Gestos estaticos Bom Regular Excelente
Gestos dinamicos Regular Excelente Regular
Velocidade de infe- | Média Alta Alta

réncia

Facilidade de imple- | Alta Baixa Alta

mentacao

Robustez a ruido Baixa Alta Alta
Interpretabilidade Alta Baixa Alta

Tabela 2 — Quadro comparativo entre os algoritmos avaliados



6 Desenvolvimento da Solucao

6.1 Tecnologias da solucao

* Python 3.12: Linguagem escolhida por sua sintaxe simples e legivel, excelente ecossis-
tema para visdo computacional e automacao, e suporte nativo a bibliotecas como OpenCV,
MediaPipe e PyAutoGUI. Permite desenvolvimento rdpido, prototipagem agil e fécil in-

tegracdo entre modulos.

* OpenCV: Biblioteca open-source e uma das principais escolhas para processamento de
imagens em tempo real. Justificada por oferecer captura eficiente de frames da webcam,
conversao de cores (BGR e RGB) e manipulagdo de imagens com performance otimizada,

essencial para o pipeline de captura continua.

* MediaPipe Hands (v0.10.14): Framework do Google otimizado para percep¢cdo em
tempo real. Escolhido por fornecer deteccdo de maos com alta precisdo e extracao de
landmarks das maos em tempo real, permitindo o treinamento do modelo para reco-
nhecimento dos gestos, sem necessidade de hardware especializado (como sensores de

profundidade), alinhando-se diretamente ao objetivo de acessibilidade e baixo custo.

* PyAutoGUI: Biblioteca Python para automacao direta de mouse e teclado no sistema
operacional. Selecionada por sua simplicidade e eficiéncia na conversdao de gestos em
acoes reais, sem depender de APIs complexas do SO, garantindo compatibilidade ampla

e laténcia minima.

* Webcam padrao (720p ou superior): Hardware de teste selecionado para garantir que
o sistema funcione com equipamentos comuns do usudrio final, sem exigir investimento

extra, conforme a justificativa de acessibilidade do projeto.

6.2 Visao Arquitetural

A arquitetura do sistema foi projetada com o objetivo de ser modular, de facil manutencgdo e
otimizada para processamento em tempo real. Ela segue o padrao de pipeline de dados, no qual
cada médulo tem uma responsabilidade bem definida, garantindo separagdo de responsabilidades
e facilitando testes e futuras extensoes.

O sistema é composto pelos seguintes médulos principais:
* Mddulo principal

¢ Modulo de Rastreamento das Maos



¢ Modulo de Reconhecimento dos Gestos

* Mddulo de Execucdo dos Comandos

Essa arquitetura em modulos independentes permite que cada componente possa ser testado
isoladamente, facilita a substituicdo de tecnologias no futuro (ex: trocar PyAutoGUI por outra
biblioteca de automagdo) e mantém o cédigo limpo e escaldvel.

A comunicagdo entre os mddulos € realizada por meio de chamadas diretas de fungdes,
garantindo o minimo de overhead e atendendo ao requisito de baixa laténcia (< 100 ms por

frame).

6.3 Mdédulo Principal

O mddulo principal é responsdvel pela inicializagdo dos componentes do sistema e pelo controle
do fluxo de execucao da aplicagdo.

Durante a inicializag¢do sao carregados:

e A webcam;
¢ O modulo de rastreio das maos;
* O mdédulo de reconhecimento de gestos;

* O moédulo de execugao de comandos.

Ap6s a configuracdo inicial, o sistema entra em um loop continuo de processamento. A cada
frame capturado, o médulo principal coordena a detec¢ao das maos, a classificacdo do gesto e a

execucao do comando correspondente.

6.4 Moddulo de Rastreamento das Maos

O modulo de rastreamento das maos encapsula a utilizagdo do MediaPipe Hands [5].

Sua principal responsabilidade € processar os frames provenientes da webcam e identificar
a presenca de maos na imagem. Para isso, cada frame é convertido para o formato RGB e
submetido ao modelo de deteccdo do MediaPipe.

Para cada frame processado, os landmarks detectados passam pela mesma etapa de norma-
lizagdo dos dados citadas na se¢do 5.6, além de calcular a regido delimitadora (bounding box)

correspondente a mao detectada.



6.5 Mobdulo de Reconhecimento de Gestos

O modulo de reconhecimento dos gestos € responsdvel pelo carregamento e utilizagdo do
modelo Random Forest previamente treinado. Durante a inicializagdo, o médulo carrega o
modelo serializado em arquivo utilizando a biblioteca Pickle.

O moédulo recebe os dados ja normalizados e vetorizados, € o Random Forest realiza a
classificacdo e retorna uma das classes definidas pelo sistema.

Ap6s a classificagdo realizada pelo modelo Random Forest, o médulo GestureModel também
realiza uma validagdo baseada no nivel de confianca da predi¢do. Para cada classificagao,
o modelo fornece uma probabilidade associada a classe prevista, utilizada como medida de
confianga da decisdo. Foi estabelecido um limiar minimo de 60% de confiangca para que o
gesto reconhecido seja considerado vdlido e tenha seu respectivo comando executado. Caso
a confiancga da classificag@o seja inferior a esse valor, a predicdo € desconsiderada e nenhuma
acao € realizada no sistema operacional. Essa estratégia foi adotada com o objetivo de reduzir
a ocorréncia de falsos positivos e evitar que classificagdes de baixa confiabilidade resultem na

execucdo involuntdria de comandos.

6.6 Moddulo de Execucao de Comandos

O moédulo de execucdo de comandos € responsdvel por converter os gestos classificados em
acoOes efetivas sobre o sistema operacional.

Para facilitar a manutencao da aplicacdo, foi adotado um mecanismo de mapeamento entre
classes de gestos e funcdes de execucao. Dessa forma, cada gesto reconhecido € automaticamente
associado ao método responsdvel pela acao correspondente.

Essa estratégia reduz o acoplamento entre os modulos e facilita a inclusdo de novos comandos

em futuras versdes do sistema.

6.6.1 Controle do Cursor

Quando o gesto de movimentacdo do cursor € identificado, o sistema utiliza a posicao do
landmark correspondente a ponta do dedo indicador para controlar o cursor do mouse.

As coordenadas capturadas pela cimera sdao convertidas para a resolugdo da tela utilizando
interpolagdo linear. Esse procedimento permite mapear adequadamente o espaco da webcam
para o espaco disponivel no monitor.

Além disso, foram implementados mecanismos adicionais para melhorar a experiéncia de

utilizagdo:
* Margem de seguranga para impedir que o cursor ultrapasse os limites da tela;
* Fator de sensibilidade para permitir um melhor controle da velocidade do cursor;

* Suavizacdo temporal para reduzir oscilagdes indesejadas.



6.6.2 Suavizacdo dos Movimentos e Reducdo de Jitter

Um dos principais desafios de sistemas baseados em rastreamento das maos € o fendmeno co-
nhecido como jitter, caracterizado por pequenas oscilagdes involuntarias causadas por tremores
naturais da mao ou pequenas imprecisoes na deteccao dos landmarks.

Para minimizar esse problema, foi implementada uma estratégia de suavizagcdo baseada
na utilizagdo da posi¢do anterior do cursor. Em vez de mover o cursor diretamente para a
posicao desejada, o sistema calcula uma posi¢ao intermedidria utilizando um fator de suavizagao
configurdvel.

Esse procedimento reduz movimentos bruscos e proporciona uma navegagao mais estavel e

confortdvel para o usudrio.

6.6.3 Processamento Assincrono dos Comandos

A movimentagdo do cursor € executada utilizando processamento assincrono por meio de th-
reads. Essa abordagem evita que operagdes relacionadas ao controle do cursor bloqueiem o
processamento dos frames capturados pela webcam, contribuindo para manter a fluidez da
interagdo em tempo real.

O uso de processamento concorrente reduz a laténcia percebida pelo usudrio e melhora a

responsividade geral do sistema.

6.6.4 Demonstracdo do Protétipo

Para melhor visualiza¢do do funcionamento do sistema em tempo real, foram gravados videos

durante o desenvolvimento do sistema:

* Video 1 - Teste dos Gestos: apresenta teste de todos os gestos do sistema. https:
//youtu.be/PxB8VZglBjQ

* Video 2 - Teste do Gesto de Scroll: apresenta teste do gesto de scroll, passando por uma
situacdo real de uso do sistema. https://youtu.be/JclQ76i8T8U


https://youtu.be/PxB8VZglBjQ
https://youtu.be/PxB8VZglBjQ
https://youtu.be/JclQ76i8T8U

7 Avaliacao do Modelo

7.1 Metodologia de Avaliacao

A avaliacao do modelo foi realizada utilizando um dataset de dados independentes daquele utili-
zado durante o treinamento, permitindo mensurar a capacidade de generalizagao do classificador
frente a amostras ndo vistas anteriormente. Para a constru¢do desse conjunto de teste, foram
coletadas aproximadamente 1.800 imagens para cada um dos seis gestos definidos no sistema:
Clique Esquerdo, Clique Direito, Mover Cursor, Scroll para cima, Scroll para baixo e Standby.

Entretanto, as imagens coletadas ndo sdo utilizadas diretamente pelo modelo. Inicialmente,
cada imagem € processada pelo MediaPipe Hands [5], responsavel por detectar a mdo presente
na cena e extrair os 21 landmarks que representam sua estrutura, passando pelo mesmo processo
de normalizagdo descrito previamente no treinamento do modelo. Apenas as imagens nas quais
o MediaPipe conseguiu detectar corretamente a mao e retornar os landmarks foram incorporadas
ao dataset de avaliagao.

Como consequéncia, a quantidade final de amostras disponiveis para cada classe ndo €
exatamente igual ao nimero de imagens originalmente coletadas. A variagdo ocorre devido
as limitagOes no processo de deteccao das maos, uma vez que determinadas poses apresentam
maior dificuldade para o MediaPipe Hands localizar a mao e retornar os landmarks da mesma.

No conjunto de avaliagdo gerado, foram obtidas 10.537 amostras distribuidas entre as seis

classes, conforme apresentado na Tabela 3.

Classe Nimero de amostras
Clique Esquerdo 1.800

Clique Direito 1.798

Mover cursor 1.789

Scroll para Baixo 1.635

Scroll para Cima 1.788

Standby 1.727

Total 10.537

Tabela 3 — Numeros de amostras por gesto

Observa-se que os gestos Scroll para Baixo e Standby apresentaram menor quantidade
de amostras vélidas, indicando que, durante a etapa de extragdo dos landmarks, o MediaPipe
[5] encontrou maior dificuldade para detectar corretamente a mao nessas configuracoes. Esse
comportamento evidencia que o desempenho global da solucao depende ndo apenas do modelo
de classificacdo baseado em Random Forest, mas também da qualidade da etapa anterior de

deteccao dos landmarks.



Ap6s a geracdo do dataset de avaliagc@o, foram calculadas as métricas de acurdcia, precisao,
recall e F1-score, tanto de forma global quanto individualmente para cada classe. Também foram
analisadas a matriz de confusao, a importancia das features utilizadas pelo modelo, a distribuicao
da confianca das predicdes e os resultados da validacdo cruzada com cinco particoes (5-fold
cross-validation), permitindo uma avaliagdo abrangente do desempenho do classificador.

Além das métricas de classificacdo, também foi avaliado o atendimento aos requisitos
nao funcionais definidos para o sistema. A Tabela 4 apresenta uma comparacdo entre oS
requisitos estabelecidos e os resultados obtidos durante os testes. Os resultados indicaram
uma laténcia média de 61,88 ms por frame, com desvio padrdao de 11,68 ms, correspondente a
aproximadamente 16,16 quadros por segundo (FPS). Esses resultados demonstram que o sistema
atende ao requisito ndo funcional RNFO1, que estabelece uma laténcia maxima de 100 ms por

frame, mantendo desempenho adequado para aplicacdes de interacao em tempo real.

Requisito Meta Resultado Status
RNFOI1 - Laténcia < 100 ms/frame 61,88 ms/frame Atendido
RNFO2 - Precisao > 90% 99,32% Atendido

Tabela 4 — Verificacdo dos requisitos nao funcionais avaliados

Observa-se que ambos os requisitos ndo funcionais definidos para o sistema foram atendidos.
A precisao obtida foi superior a meta estabelecida de 90%, enquanto a laténcia permaneceu
significativamente abaixo do limite méximo de 100 ms por frame, indicando que o sistema &

capaz de executar o reconhecimento gestual em tempo compativel com aplicagdes interativas.

7.2 Avaliacdo Geral

A Tabela 5 apresenta os principais resultados obtidos durante a avaliagdo do modelo.

Métrica Valor
Acuricia 99,32%
Precisao Macro 99,31%
Recall Macro 99,32%
F1-score Macro 99,32%
Taxa de Erro 0,68%
Numero de classes 6
Numero de amostras 10.537

Tabela 5 — Métricas gerais

Observa-se que todas as métricas apresentam valores superiores a 99%, indicando elevada
capacidade de classificacao dos gestos utilizados pelo sistema.
A proximidade entre precisao, recall e F1-score demonstra que o modelo apresenta compor-

tamento equilibrado entre identificacdo correta dos gestos e redugdo de falsos positivos.



7.3 Avaliacdo por Classe

A Tabela 6 apresenta o desempenho individual para cada gesto reconhecido.

Classe Precisao Recall F1

Clique Esquerdo 99,83% 99,67% 99,75%
Clique Direito 100% 99,61% 99,80%
Mover Cursor 99,55% 99,50% 99,52%
Scroll para Baixo 99,14% 99,14% 99,14%
Scroll para Cima 99,55% 97,99% 98,76%
Standby 97,79% 100% 98,88%

Tabela 6 — Métricas por classe

Observa-se que todas as classes apresentaram F1-score superior a 98%, evidenciando elevado
desempenho em todo o conjunto de gestos.

O gesto Clique Direito obteve precisdao de 100%, indicando que todas as amostras classifi-
cadas como clique Direito realmente pertenciam a essa classe. Esse resultado pode ter relacao
com o fato do gesto Clique Direito ser o mais distinto entre os gestos, com uma elevacdo do
dedo minimo que o difere dos outros gestos.

Por outro lado, o gesto Scroll para Cima apresentou o menor valor de recall (97,99%),
indicando que parte das amostras dessa classe foi confundida com outros gestos durante a
classificagao.

Ja a classe Standby apresentou recall de 100%, significando que todas as amostras pertencen-
tes a essa classe foram corretamente identificadas pelo modelo. Esse resultado € particularmente
importante, pois o gesto Standby representa o estado neutro do sistema e sua correta identificacao

reduz significativamente a ocorréncia de comandos involuntarios.

7.4 Matriz de Confusao

A Figura 10 apresenta a matriz de confusao obtida durante a avaliacao.
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Figura 10 — Matriz de confusdo

A matriz evidencia que a maior parte das classificacdes encontra-se concentrada na diagonal
principal, indicando elevado nimero de classificacdes corretas.
As poucas classificacdes incorretas ocorreram principalmente entre os gestos de rolagem.

Observa-se que:

* Scroll para Cima foi confundido com Standby em 28 ocasides;
* Scroll para Baixo foi confundido com Standby em 10 ocasides;
* Clique Direito foi confundido com Mover Cursor em apenas 7 amostras;

* Clique Esquerdo apresentou apenas 6 classificagdes incorretas.

A maior concentra¢do de erros ocorreu na distingdo entre os gestos de Scroll e Standby.
Esse comportamento sugere que determinadas variacOes na orientagdo ou configuragdo da mao
durante os gestos de Scroll podem produzir landmarks semelhantes a configuracdo utilizada
para Standby. Como ndao foi realizada uma anélise especifica das amostras classificadas incorre-
tamente, ndo € possivel determinar com precisdo a causa desse comportamento. Essa limitacao
representa uma oportunidade para investigacao futura, incluindo ajustes na definicao dos gestos,
coleta de amostras adicionais e andlise das caracteristicas geométricas associadas aos erros.

Mesmo nesses casos, a quantidade de erros representa uma pequena fracao do conjunto total
de dados, indicando boa capacidade de generalizacdo do modelo no dataset em que foi feita a

analise.



7.5 Validacao Cruzada

Com o objetivo de verificar a capacidade de generalizacdo do modelo e reduzir possiveis efeitos
de particionamentos especificos do dataset, foi empregada validagcdo cruzada com cinco parti¢des
(5-Fold Cross Validation).

Os resultados obtidos sdo apresentados na Tabela 7.

Métrica Média Desvio Padrao
Acuracia 99,86% 0,11%
Precisao 99,86% 0,11%
Recall 99,86% 0,11%
F1-score 99,86% 0,11%

Tabela 7 — Métricas gerais da validag¢do cruzada

Os resultados demonstram elevada estabilidade entre as diferentes particdes do dataset.

A pequena variacdo observada entre os folds (desvio padrao de aproximadamente 0,11%)
indica que o modelo mantém desempenho consistente mesmo quando treinado e avaliado sobre
subconjuntos distintos dos dados. Essa estabilidade reduz a probabilidade de overfitting e reforca
a robustez e a capacidade de generalizacao do classificador.

Entretanto, como os dados foram coletados pelo mesmo usudrio dos dados de treinamento e
em condicdes de captura semelhantes, os resultados ndo permitem afirmar de forma conclusiva

a generalizacdo do modelo para usudrios e ambientes ndo representados no dataset.

7.6 Importancia das Features

Uma vantagem do algoritmo Random Forest € a possibilidade de estimar a contribui¢ao indivi-
dual de cada atributo utilizado durante o treinamento.

A Figura 11 apresenta as vinte features mais relevantes identificadas pelo modelo.
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Figura 11 — As 20 features mais importantes

Observa-se que a maior parte das features mais importantes corresponde as coordenadas Y
dos landmarks.

As features y8, y4, y12, y20 e y11 foram as que apresentaram maior contribui¢do para o
processo de classificagdo.

Esse comportamento € coerente com o problema abordado, uma vez que os gestos escolhidos
diferenciam-se principalmente pela posi¢do vertical dos dedos durante sua execugao.

Também € possivel observar que algumas coordenadas x apresentam menor relevancia,
reforcando que a orientagdo vertical da mao exerce maior influéncia na distin¢@o entre os gestos

utilizados neste trabalho.

7.7 Distribuicao da Confianca das Predicoes

Além da avaliacdo das métricas tradicionais, foi analisada a confianga das classificacdes produ-

zidas pelo modelo. Os resultados obtidos foram:

Métrica Valor
Confianca média 94,96%%
Desvio padrao 10,37%
Confianca minima 23%
Confianca méaxima 100%

Tabela 8 — Confianca das predi¢des

A confianca das predi¢des também foi considerada durante o desenvolvimento do sistema,
sendo estabelecido um limiar minimo de 60% para a execucdo dos comandos. Dessa forma,
embora o modelo possa produzir uma classificacdo com baixa confianga, essa predi¢do ndo €

encaminhada para a etapa de execucdo da acdo correspondente. Esse mecanismo tem como



objetivo reduzir a possibilidade de que classificacdes incertas provoquem comandos involun-
tarios no sistema operacional. E importante destacar que o limiar de 60% atua como uma
regra de decisdao da aplicacdo e nao representa uma alteragdo na capacidade de classificagao
do modelo. Assim, as métricas apresentadas para avaliacdo do classificador representam o de-
sempenho das predi¢des realizadas pelo modelo, enquanto o limiar de confianca representa um
mecanismo adicional de controle aplicado durante a execugdo do sistema. O valor de 60% foi
definido empiricamente durante os testes de utilizacdo da aplicacdo, considerando o equilibrio
entre a fluidez da interacdo e a redugdo de falsos positivos. Observou-se que os momentos de
transicdo entre diferentes gestos apresentavam maior ocorréncia de classificacdes incorretas e,
consequentemente, maior risco de execu¢ao involuntdria de comandos. Dessa forma, o limiar
estabelecido buscou proporcionar maior seguranga durante essas transi¢des, sem comprometer
significativamente a fluidez da interacdo com o sistema.

A Figura 12 apresenta a distribuicao da confiancga das predicgoes.
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Figura 12 — Grafico da confianca das predicoes

Observa-se que a maior parte das classificagdes concentra-se proxima ao valor maximo de
confianca, com predominancia de predig¢des superiores a 95%.

As poucas classificagdes com baixa confianga correspondem principalmente aos casos proxi-
mos as fronteiras de decisdo entre classes semelhantes, comportamento esperado em problemas

de classificacao multiclasse.

7.8 Discussao dos Resultados

Os resultados obtidos demonstram que o modelo Random Forest apresentou excelente desem-

penho para o reconhecimento dos seis gestos definidos neste trabalho.



A acurécia superior a 99%, aliada aos elevados valores de precisdo, recall e F1-score, indica
que o modelo foi capaz de aprender de forma consistente os padrdes presentes no dataset.

A andlise da matriz de confusdo evidencia que os poucos erros concentram-se entre gestos
semanticamente semelhantes, especialmente aqueles relacionados as a¢des de rolagem, enquanto
gestos como Clique Esquerdo, Clique Direito e Mover Cursor apresentaram indices de acerto
bastante elevados.

A validacdo cruzada refor¢a a robustez do modelo ao demonstrar desempenho consistente
entre diferentes subconjuntos do dataset, reduzindo a possibilidade de que os resultados obser-
vados sejam decorrentes de uma divisao especifica dos dados.

Por fim, a andlise da importincia das caracteristicas mostra que o classificador baseou
suas decisdes principalmente nas coordenadas verticais dos landmarks, indicando que essas
informacdes desempenham papel fundamental na diferenciacdo dos gestos utilizados. Em
conjunto, esses resultados demonstram que a estratégia adotada para construcdo do dataset,

normaliza¢do dos landmarks e treinamento do modelo foi adequada para o problema proposto.

7.9 Limitacoes da Solucao

Embora os resultados obtidos sejam satisfatorios para o escopo proposto, algumas limitagdes
permanecem presentes.

O desempenho do sistema depende diretamente da capacidade do MediaPipe [5] em detectar
corretamente a mao do usudrio. Situagdes envolvendo iluminagdo inadequada, oclusdes parciais
ou posicionamentos extremos podem dificultar a extragdo dos landmarks e comprometer a
classifica¢do dos gestos.

Além disso, a utilizagdo continua de gestos para controle do computador pode gerar fa-
diga fisica em sessdes prolongadas de uso, caracteristica comum em interfaces baseadas em
movimentos corporais.

Por fim, o sistema foi desenvolvido para rastrear apenas uma mao por vez, restringindo a

utilizacdo de gestos que dependam da interagdo simultanea entre ambas as maos.



7.10 Diagramas do Sistema

7.10.1 Diagrama de Sequéncia
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Figura 13 — Diagrama de Sequéncia
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7.10.2 Diagrama de Fluxo de Dados
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Figura 14 — Diagrama de Fluxo de Dados



8 Conclusao

8.1 Consideracoes Finais

Este trabalho teve como objetivo desenvolver um sistema de reconhecimento de gestos manuais
para controle da interface de um computador utilizando apenas uma webcam convencional
como método de captura e bibliotecas de c6digo aberto, oferecendo uma alternativa de baixo
custo para aplicacOes de interagdo humano-computador touchless. Para atingir esse objetivo,
foi desenvolvido um pipeline completo composto pela captura das imagens, detec¢ao das maos
utilizando o MediaPipe Hands [5], extracdo e normalizacdo dos landmarks, classificagdo dos
gestos por meio do algoritmo Random Forest e execu¢do dos comandos correspondentes no
sistema operacional.

Ao longo do desenvolvimento foram avaliadas diferentes estratégias para o reconhecimento
dos gestos. Os experimentos realizados demonstraram que a utilizagdo dos landmarks ex-
traidos pelo MediaPipe como entrada para um modelo Random Forest apresentou um 6timo
desempenho, mostrando-se uma boa opc¢do entre as abordagens inicialmente consideradas, e
evidenciando que a representacao geométrica da mao € suficiente para diferenciar os gestos pro-
postos, tornando o modelo menos sensivel a fatores como fundo, iluminagdo e demais elementos

presentes na imagem.

8.2 Resultados Obtidos

Os resultados experimentais demonstraram que a solugdo proposta alcangou elevado desempe-
nho na tarefa de reconhecimento dos gestos. O modelo de classificacdo apresentou acuricia
superior a 99%, além de elevados valores de precisao, recall e Fl-score para todas as classes
avaliadas. A valida¢do cruzada indicou boa capacidade de generalizacdo, enquanto a andlise da
matriz de confusdo evidenciou reduzida ocorréncia de erros de classificagao.

Além da avaliacdo quantitativa, o sistema foi avaliado por cinco usudrios voluntarios, que
tiveram acesso apenas a documentagdo dos gestos, a um video demonstrando a aplicacdo em
funcionamento e ao executdvel do sistema. Apds os testes, 0s participantes relataram facilidade
de aprendizado, boa precisao no reconhecimento dos gestos e rdpida adaptacdo ao método de
interacao proposto. De modo geral, consideraram a solucao intuitiva e funcional para tarefas
cotidianas de controle do computador.

Durante os testes também foram identificadas oportunidades de melhoria, principalmente
relacionadas a sensibilidade da movimentagdo do cursor, ao suporte para ambientes com multi-
plos monitores e a inclusdo de novos comandos, como duplo clique e sele¢do de texto. Embora

o sistema ja disponha de parametros configurdveis, como a sensibilidade horizontal e vertical



do cursor, a auséncia de uma interface de configuracao impede que o usudrio personalize esse e
outros parametros. Esses apontamentos representam importantes contribui¢des para a evolucao
da solucdo desenvolvida.

Os resultados experimentais demonstraram que o sistema atingiu os requisitos nao funcionais
inicialmente definidos. A precisdo de classificacdo alcangou 99,32%, superando a meta minima
de 90%, enquanto a laténcia média foi de 61,88 ms por frame, permanecendo abaixo do limite de
100 ms estabelecido para operagdo em tempo real. Esses resultados evidenciam que a solucao
proposta apresenta desempenho adequado tanto sob o aspecto da qualidade da classificagdao

quanto da responsividade durante a interacdo com o usudrio.

8.3 Limitacoes do Trabalho

Apesar dos resultados obtidos, algumas limitacdes devem ser consideradas. O funcionamento
do sistema depende diretamente da etapa de detec¢do das maos realizada pelo MediaPipe Hands
[5], podendo ocorrer falhas quando a mao estd parcialmente ocluida, posicionada em angulos
extremos ou submetida a condi¢des inadequadas de iluminacao.

Os testes realizados indicam que o sistema foi capaz de funcionar com os usudrios avali-
ados. Entretanto, como o conjunto de participantes foi reduzido e ndo houve uma avaliacao
controlada envolvendo diferentes perfis de usudrios, ndo € possivel afirmar que o desempenho
serd equivalente para qualquer pessoa.

A normalizacdo dos landmarks reduz a influéncia da posicao e escala da mdo na imagem,
enquanto o uso do MediaPipe reduz a dependéncia do classificador em relacio a aparéncia visual
da mao. No entanto, caracteristicas geométricas individuais e diferentes formas de execucado dos
gestos podem influenciar a classificacdo, sendo necessaria uma avaliacdo com maior diversidade
de usudrios para confirmar a capacidade de generalizacao.

Além disso, o sistema foi desenvolvido para reconhecer apenas gestos estaticos realizados
com uma tnica mao, nao contemplando gestos dindmicos ou combinacdes entre ambas as maos.
Outra limitacdo refere-se ao numero reduzido de participantes envolvidos na avalia¢ao prética,

o que restringe andlises mais abrangentes sobre usabilidade em diferentes perfis de usudrios.

8.4 Trabalhos Futuros

Como continuidade deste trabalho, pretende-se ampliar o conjunto de gestos reconhecidos pelo
sistema, incorporando novos comandos e funcionalidades capazes de tornar a interacdo mais
completa. Entre as possibilidades estdo a implementa¢do de acdes como duplo clique, selecao
de texto, arrastar e soltar objetos e atalhos personalizados.

Outra possibilidade consiste na inclusao de gestos dinamicos, permitindo reconhecer movi-

mentos realizados ao longo do tempo. Para esse cendrio, poderdo ser investigadas abordagens



baseadas em modelos capazes de explorar informagdes temporais, ampliando as possibilidades
de intera¢do oferecidas pelo sistema.

Também se pretende realizar estudos de usabilidade com um nimero maior e mais diversifi-
cado de participantes, além de investigar técnicas de suavizacdo mais avancadas para o controle
do cursor e estratégias que aumentem a robustez da solu¢@o em diferentes condi¢cdes ambientais.

Por fim, conclui-se que os objetivos propostos foram alcancados, demonstrando que a
combinacdo entre Visdo Computacional, MediaPipe Hands [5] e Random Forest constitui uma
solu¢cdo tecnicamente vidvel para o desenvolvimento de interfaces naturais de baixo custo,
contribuindo para a disseminacdo de aplicagdes de interagdo humano-computador baseadas em

reconhecimento de gestos em tempo real.
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