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Resumo. Especulacoes e crises financeiras podem causar problemas
econdmicos a populacdo, especialmente em paises emergentes. Por isso,
bancos centrais, reguladores e formuladores de politicas buscam identificar
bolhas financeiras antecipadamente, para que possam tomar medidas que
proporcionem estabilidade econémica. Neste sentido, os algoritmos de de
aprendizado de mdquina (machine learning) podem ser utilizados para dar
apoio ao processo de tomada de decisdo. De fato, procedimentos desta
natureza podem alertar usando estratégias de vigilancia, conduzidas por
bancos centrais e reguladores fiscais, aléem dos agentes econémicos (familias,
empresas e governo) que buscam resguardar seus interesses. Porém, a
utilizacdo desses procedimentos se revela uma tarefa desafiadora, devido a
necessidade de conhecimento especificos, principalmente nas dreas de
programacdo e estatistica, o que pode ser um desafio para alguns analistas
que ndo tenham expertise nestas dreas. Para mitigar esta lacuna, este trabalho
apresenta um pipeline de dados que automatiza o processo de ingestdo,
transformacdo, carga dos dados e machine learning, além de disponibilizar
um painel com grdficos e métricas que facilitam a identificacdo de bolhas
financeiras das empresas listadas na B3(Brasil, Bolsa e Balcdo) . Utilizou-se
para atingir este objetivo o procedimento PSY, um algoritmo de de machine
learning util para detec¢do de bolhas e crises, e a ferramenta Databricks para
criar o pipeline de dados. A andlise dos resultados revela dois periodos de
crescimento do Dividend Yield e Dividend JSCP Yield, coincidindo com
eventos macroecondémicos, evidenciando a capacidade do pipeline de dados de
identificacdo de bolhas na B3. Apesar dos resultados positivos, o estudo
destaca desafios, como a influéncia do contexto macroeconémico nas décadas
de 90 e 2000 e uma quantidade limitada de empresas listadas na B3,
ressaltando a importdncia continua da evolugdo do pipeline para fortalecer
sua utilidade na deteccdo de bolhas financeiras e contribuir para a
estabilidade econémica do pais.

1. Introducao

Comportamentos especulativos e crises financeiras podem causar grandes problemas a
economia. Por isso, bancos centrais, reguladores e legisladores buscam identificar com
antecedéncia os sinais de alerta para tomar medidas para estabilidade financeira [Phillips
e Shi 2020].



Do ponto de vista econdmico, uma bolha ¢ um desvio do valor fundamental
[Phillips and Shi 2020]. O valor fundamental de um ativo € uma medida que representa
seu valor intrinseco, determinado por meio de uma andlise aprofundada dos aspectos
financeiros e econOmicos associados a ele, incluindo demonstrativos financeiros,
perspectivas de crescimento, dividendos, taxas de juros e riscos, independentemente do
preco de mercado atual [Bragagnolo 2020, Chaim e Laurini 2019].

Identificar o valor fundamental de alguns ativos ndo é uma tarefa trivial. Para
Phillips et al. (2015a,b), uma bolha pode ser definida como um comportamento
explosivo de precos. Evidéncias historicas indicam que as bolhas sdo tipicamente
transitorias, com fases alternadas de expansdo e colapso nos pregos dos ativos. Durante
a fase de expansdo de uma bolha financeira, uma consequéncia tipica é a ma alocacio de
recursos, uma vez que os fundos sdo direcionados para a especulacdo de ativos e ndo
para empresas produtivas [Shi e Phillips 2022].

A partir de meados dos anos 90, uma série de crises financeiras vem impactando
a economia mundial. A principal diferenca entre as crises que tiveram inicio na década
de 90 e as anteriores € que as "novas" crises ndo se restringem apenas ao pais de origem
e seus vizinhos, mas sim, reverberam mundialmente [Dias Junior 2022]. Desde a
década de 1990 até a primeira década do século XXI, ocorreram diversas
turbuléncias internacionais. Assim, os episodios de crises financeiras e politicas do
periodo estudado foram Crise da Asia (1997-1998), Crise da Riussia (1998), Crise
Brasileira (1999), Bolha da Internet (2000), Crise Argentina (2001), Ataque Terrorista
de 11 de Setembro (2001), Crise Brasileira (2002) e Crise do Subprime (2007-2008),
Inicio da crise das commodities (2010), Greve dos caminhoneiros (2018) e
Covid-19(2020) [Bourgard e Gomes 2017, Deloitte 2020].

Apesar de caracteristicas proprias de cada crise financeira, existe um consenso
que as crises decorrentes de especulacdo financeira causam sérios danos a economia
[Phillips e Shi 2020]. Por isto, identificar o capital especulativo e o risco de crédito é de
fundamental importincia para os 6rgaos reguladores e agentes econdmicos. Os Bancos
Centrais tém enfrentado debates sobre como lidar com a possivel formacao de bolhas de
ativos. Apos a crise financeira de 2008, a atuacdo dos Bancos Centrais migrou para uma
posicdo que preconiza uma acao preventiva contra bolhas. [Espindola 2015]. Apesar da
necessidade crescente de identificar bolhas financeiras com antecedéncia, existe ainda
uma gama limitada de ferramentas para detecc¢ao. Por isto, no meio académico, a mera
existéncia de bolhas, e a capacidade de as detectar, permanece em debate.

Na literatura recente, observa-se um esforco considerdvel na identificacdo de
bolhas, destacando-se o papel proeminente dos algoritmos de machine learning. Essa
area de estudo concentra-se na construcdo de modelos computacionais capazes de
aprender e tomar decisdes autdnomas com base em dados, possibilitando a integracdo
dessas técnicas para a detec¢do de bolhas financeiras [Kufel et al. 2023]. Uma inovagao
importante € a aplicacio de testes recursivos de raiz unitiria de cauda direita,
conhecidos por sua eficidcia em identificar bolhas [Monschang e Wilfling 2020]. Esses
testes sdo frequentemente usados em monitoramento de bolhas, como por exemplo,
sup-ADF-style, CUSUM(cumulative sum control chart) e PWY. Essas técnicas t€m



aplicacOoes em varios mercados, incluindo acdes, commodities e imdveis [Caspi e
Graham 2017].

Na busca por identificacdo de bolhas, os estudos t€m se voltado para a aplicacdo
de algoritmos de machine learning. Contudo, constata-se uma lacuna na disponibilidade
de ferramentas completas (ou scripts) que possam conduzir o processo integral de
pipeline de dados. Esse processo envolve a transferéncia e transformacdo de dados
provenientes de diversas fontes até um destino especifico, com o propdsito de gerar
insights ou andlises de negocios [Densmore 2021]. A utilizagdo de pipelines de dados
possibilita o tratamento abrangente dos dados, desde a sua ingestdo até a etapa de
visualizagdo, tornando mais acessivel a informacao para os usudrios finais.

Trabalhos recentes sobre mecanismos de detec¢do econométrica mostraram a
eficicia de procedimentos recursivos na identificacdo e datacdo de bolhas financeiras
[Phillips e Shi. 2020]. Nesse contexto, o procedimento PSY € amplamente utilizado
como um diagndstico de alerta precoce de comportamento semelhante a bolhas [Hu e
Oxley 2018]. Monschang e Wilfling (2020), demonstraram que o procedimento PSY
possui um nivel de assertividade de inicio e fim das bolhas quando comparado a outras
técnicas.

Dada a importincia para os agentes do mercado financeiro, reguladores e o
impacto que bolhas especulativas podem causar na economia real, justifica-se criar um
pipeline de dados automatizado para identificacdo de bolhas financeiras.

Este trabalho apresenta um pipeline de dados para automatizar o processo de
ingestdo, transformacdo, carga dos dados e machine learning, além de disponibilizar um
painel com gréficos e métricas que facilitam a identificacdo de bolhas financeiras.
Utilizou-se para atingir este objetivo o procedimento PSY, um algoritmo de machine
learning til para deteccdo de bolhas e crises, e a ferramenta Databricks para criar o
pipeline de dados.

2. Estado da Arte

Existem bastante desafios relacionados a melhoria de deteccao prévia de bolhas e crises
financeiras. Esta secdo analisa diferentes estudos encontrados na literatura sobre
mecanismos de detec¢do econométrica de bolhas e a eficicia destes procedimentos na
identificacdo e datacdo de bolhas financeiras.

A proposta de Phillips et al. (2015a) observou que a utilizacdo de dados de
longos periodos histdricos apresenta um desafio econométrico mais sério devido a
complexidade da estrutura nao linear e dos mecanismos de quebra que sdo inerentes aos
fendmenos de bolhas mudltiplas. Para enfrentar esse desafio, eles desenvolveram um
novo método recursivo de janela flexivel que é mais adequado para este tipo de dado. O
método € uma versdo generalizada do teste sup augmented Dickey-Fuller (ADF) e
oferece uma estratégia consistente de carimbo de data (timestamp) para a origem e
término de maualtiplas bolhas. Simulagdes mostram que o teste melhora
significativamente o poder discriminatério e leva a ganhos de poder distintos quando
ocorrem multiplas bolhas.



Escobari et al. (2017) buscam identificar periodos de bolha financeira nos
principais mercados aciondrios da América Latina. Foram utilizados os métodos
recursivos baseados em Augmented Dickey-Fuller recentemente desenvolvidos. O autor
concluiu que, dependendo das bolhas no S&P 500, indice ponderado de valor de
mercado que representa as 500 maiores empresas dos Estados Unidos, existem fortes
ligacdes entre os episddios de bolha nos mercados acionarios da América Latina. Além
disso, os periodos de bolha financeira na América Latina comecaram mais cedo e
duraram mais do que os periodos de bolha nos Estados Unidos durante a crise financeira
de 2008.

Os testes recursivos baseados em Augmented Dickey-Fuller tornaram-se uma
ferramenta popular para testar a existéncia de bolhas nos precos das a¢des. Estes testes
exigem dados continuos sobre a distribuicdo de dividendos que nem sempre estdo
disponiveis em alguns mercados. Caspi e Graham (2017) demonstraram que é possivel
contornar este problema aplicando o teste a uma bolha de acdes utilizando o indice
book-to-market. Os resultados demonstraram a robustez frente a presenca potencial de
volatilidade ndo estaciondria, ou seja, quando as propriedades estatisticas de uma série
temporal ndo permanecem constantes ao longo do tempo.

Hu e Oxley (2018) concentraram-se em testar bolhas nos mercados de agdes e
imobiliario do Japdo do primeiro trimestre de 1970 ao quarto trimestre de 1999, usando
o teste de Phillips et al. (2015a) e os métodos econométricos de Greenaway-McGrevy e
Phillips (2016) para explorar a possibilidade de contdgio entre estes dois mercados. Os
autores ofereceram evidéncias significativas de bolhas em ambos os mercados durante
este periodo no Japdo. Estas descobertas podem ajudar a compreender porque a bolha
imobilidria do Japdo entrou em colapso apds a bolha dos precos das acdes, a medida que
o comportamento semelhante a uma bolha do mercado de acdes migra para o mercado
imobiliario.

Chaim e Laurini (2019), exploraram a narrativa da bolha Bitcoin, analisando a
volatilidade dos precos didrios e de alta frequéncia em comparagdo com ativos
financeiros tradicionais (S&P500, EUR-USD, ouro e petrdleo). A anélise foi realizada
entre o periodo de 2013 e 2017, utilizando o estimador ndo paramétrico de
Florens-Zmirou. Observou-se que o Bitcoin € significativamente mais volatil,
apresentando dindmicas de variacdo de nivel distintas. A aplicagdo do modelo de

volatilidade estocastica revela uma bolha no Bitcoin durante a subamostra de janeiro de
2013 a abril de 2014.

Hu (2023) aplicou a abordagem PSY com o novo procedimento bootstrap a
famosa British Railway Mania da década de 1840. Os resultados dos testes fornecem
evidéncias de comportamento explosivo nos precos das acdes das ferrovias em
1835/1836 e 1846, que estdo relacionados ao boom ferrovidrio em 1836 e a mais
proeminente Railway Mania em meados da década de 1840, respectivamente.

Philips e Shi (2020) forneceram uma implementacdo, usando a linguagem R, da
popular estratégia de monitoramento proposta por Phillips et al. (2015a,b), juntamente
com um novo procedimento de bootstrap projetado para mitigar o impacto potencial da
heterocedasticidade em algoritmos de teste recursivos. A heterocedasticidade refere-se a
variabilidade ndo constante dos erros em um modelo estatistico, € a introduc¢do desse



novo procedimento visa lidar de maneira mais robusta com tais variacOes. Esta
metodologia tem-se mostrado eficaz na deteccdo de bolhas e crises [Phillips e Shi, 2017;
Phillips et al., 2015a,b] e € agora utilizada por investigadores académicos, economistas
de bancos centrais e reguladores fiscais. Esses aplicativos s@o implementados usando o
pacote psymonitor R [Phillips et al., 2018].

Utilizando como ponto de partida a implementagdo em R desenvolvida por
Philips e Shi (2020), propomos a criagdo de um pipeline de dados que automatiza o
processo de ingestdo, transformacdo, carga dos dados e machine learning, além de
disponibilizar um painel com gréficos e métricas que facilitam a identificacao de bolhas

financeiras.

Quadro 1 - Estudos recentes relacionados a identificagao de bolhas

Autor(es) e Ano de Publicacao

Aspectos Investigados

Principais Evidéncias

Phillips et al. (2015a)

Desenvolvimento de método
recursivo para deteccio de
bolhas financeiras em dados
histéricos extensos.

Introduziu um método recursivo
de janela flexivel baseado no
teste ADF, melhorando o poder
discriminatério e identificando
multiplas bolhas.

continuos em testes de bolhas,
aplicando o teste a uma bolha de

Escobari (2017) Identificacio de periodos de | Identificou fortes ligacdes entre
bolha nos mercados aciondrios | bolhas nos mercados
da América Latina e andlise das | latino-americanos e eventos no
ligacdes entre bolhas na | S&P 500. Bolhas na América
América Latina e S&P 500. Latina comecam mais cedo e

duram mais que nos EUA em
2008.
Caspi e Graham (2017) Contornar a falta de dados | Ofereceu uma solugdo para a

limitagdo de dados continuos,
revelando a eficicia do teste

bolhas nos mercados de acdes e
imobilidfrio do Japdo do
primeiro trimestre de 1970 ao
quarto trimestre de 1999.

acoes usando o  indice | utilizando 0 indice
book-to-market. book-to-market e sua robustez
diante da presenca potencial de
volatilidade ndo estacionaria.
Hu e Oxley (2018) Concentraram-se  em  testar | Contribuiu para a compreensio

da relacdo entre bolhas nos
mercados de acdes e imobilidrio
no Japdo, destacando a presenga
significativa de bolhas em
ambos os setores durante o
periodo analisado.




Chaim e Laurini (2019)

Explora a narrativa da bolha
Bitcoin, analisando a
volatilidade em comparacdo

com ativos tradicionais.

Destacou a significativa
volatilidade do Bitcoin em
comparagio com ativos
tradicionais, utilizando 0
estimador ndo paramétrico.

Identificou uma bolha especifica
no Bitcoin durante o periodo de
janeiro de 2013 a abril de 2014.

Hu (2023) Aplica a abordagem PSY com | Demonstrou o comportamento
novo procedimento bootstrap & | explosivo nos precos das acdes
British Railway Mania da | de ferrovias relacionado ao
década de 1840. Evidéncias de | boom ferrovidrio em 1836 e a
comportamento explosivo nos | Railway Mania em meados da
precos das agdes das ferrovias | década de 1840.
em  1835/1836 e 1846,
relacionados ao boom
ferrovidrio e Railway Mania.

Phillips e Shi (2020) Fornecimento de implementacdo | Contribuiu para a disseminacao
em R da estratégia de | da estratégia de monitoramento,
monitoramento  proposta por | tornando-se amplamente
Phillips et al. (2015a,b), com | utilizada. O novo procedimento
procedimento de bootstrap. de bootstrap mitigou impactos

potenciais da
heterocedasticidade, garantindo
eficdcia na deteccdo de bolhas e
crises.

3. Proposta

3.1 Arquitetura da Solucao

Neste topico descreveremos a solugdo proposta. A Figura 1 descreve o pipeline de dados
que serd construido para este trabalho. Um pipeline de dados é uma sequéncia de fases
de processamento que geralmente envolve ingestdo, transformacgdo, carga e machine
learning e visualizacdo de dados. Nesta sec@o detalharemos este processo.
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Figura 1: Fluxo de dados

1. Ingestdo: Primeira etapa no processo de insercdo de dados no ambiente de dados.
Neste trabalho realizamos a ingestdo de dados a partir do site da B3 (Brasil, Bolsa e
Balcao), utilizando a técnica de web scraping. Este processo, apresentado na Figura 2,
permite ler e compreender os dados que serdo utilizados nos processos seguintes.
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Figura 2: Ingestao de Dados: (1) Fonte de dados da B3(Brasil, Bolsa e Balcdo) (2)
Raspagem de dados do site da B3 (3) Dados brutos que consideram informacoes de
distribui¢ao de dividendos das empresas.
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Figura 3: Transformacdo de dados

2. Transformacdo: Nesta etapa, os dados brutos provenientes da fase de ingestdo sdo
submetidos a um processo de transformacao, visando criar uma estrutura adequada para
consulta e consumo pelos usudrios. Em nosso caso, a transformacido envolveu a
conversao dos dados para dataframes’ pandas. As etapas compreenderam a
concatenagdo dos dataframes brutos, a realizacdo de limpeza para remoc¢do de valores
nulos, a selecdo das colunas de data e preco, a conversdao de tipos de dados, e a
subdivisdao dos dataframes em trés partes distintas: um dataframe de dividendos, um
dataframe de juros sobre o capital préprio, € um dataframe combinando ambas as
categorias (Ver Figura 3).
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Figura 4: Carga

' O termo dataframe é utilizado aqui como uma estrutura de dados andloga a uma tabela de dados
bidimensional



3. Carga: Esta fase caracteriza-se por disponibilizar dados de qualidade para os usudrios.
Os dataframes resultantes da fase de transformagdo foram carregados no DBFS
(Databricks File System) no formato csv, conforme apresentado na Figura 4
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Figura 5: Machine Learning

4. Machine Learning: Fase caracterizada pelo uso de um algoritmo para extrair padroes
a partir dos dados disponiveis e utiliza-los para fazer previsdes [Usmani e Shamsi 2021].
Neste trabalho utilizamos o algoritmo chamado procedimento PSY. Este procedimento,
apresentado na Figura 5, é amplamente utilizado como um diagnéstico de alerta precoce
de comportamento semelhante a bolhas e tem demonstrado ser um método eficaz. [Hu e
Oxley 2018, Monschang e Wilfling 2020, Phillips et al. 2015a]
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Figura 6: Visualizag¢ao



5. Visualizag@o - Na fase de visualizacdo de dados, almejamos traduzir informagdes
complexas ou abstratas de maneira grifica e intuitiva, com o intuito de facilitar a
compreensdo, andlise e interpretacdo. Através da perspectiva de Dashboard (painel de
dados) no ambiente do Databricks, foi possivel criar de modo tempestivo e objetivo um
painel de dados que oferece suporte a tomada de decisdes dos usudrios, eliminando a
necessidade de proficiéncia em programacdo. Os grificos incorporam informacgdes
relativas aos periodos dos dados de entrada e aos periodos de bolhas financeiras
resultantes da fase de machine learning, como descrito na Figura 6.

3.2 Modelo de Machine Learning

Utilizamos o método General Supremum Augmented Dickey-Fuller (GSADF), proposto
em PSY (2020), para testar e identificar periodos de comportamento explosivo de
precos, incluindo o inicio e fim do periodo. Uma vantagem desse método € sua
independéncia em relacdo as informagdes financeiras e econdmicas.

Este método utiliza evidéncias de comportamento explosivo de precos como
proxy (substituto da real varidvel de interesse) para detec¢do de bolhas financeiras, o que
pode levar a interpretacdes equivocadas. Por exemplo, se um determinado indice de
mercado que estd positivamente correlacionado com o preco do ativo estd crescendo
inesperadamente mais rapido do que antes, o método GSADF pode levar a conclusdes
erroneas de que hd uma bolha de ativos [Escobari et al. 2017]. Ainda assim, o
procedimento PSY hoje é o mais utilizado para deteccao de bolhas, pois apresenta uma
performance superior comparado a outros procedimentos, como por exemplo,
sup-ADF-style, CUSUM (cumulative sum control chart), PWY, PSY*€**[Monschang
e Wilfling 2020, Phillips et al. 2015a,b], pois o procedimento PSY mitiga o impacto
potencial da heterocedasticidade.

A eficdcia do procedimento PSY, aliada a sua disponibilidade em ferramentas
econométricas, justifica a escolha deste método para a detec¢do de bolhas. O
procedimento PSY estima um modelo de regressdo especifico para realizar essa
deteccao, proporcionando uma abordagem robusta na identificacdo de comportamentos
andmalos nos precos dos ativos que podem indicar a presenca de bolhas financeiras.
Neste estudo, o seguinte modelo de regressao € estimado :

k
Ayy = & + By + ), Tilyii + &)

i=1

(1), onde

Ay[®: Representa a variacdo no valor da varidvel de interesse y no periodo de tempo t.
Em termos mais simples, € a mudanga nessa varidvel de um periodo para o préximo.

o: Refere-se a um coeficiente que constitui uma constante. Essencialmente, é um
parametro que ajusta o modelo, garantindo um alinhamento adequado com os dados
observados.



ByEli: Aqui, B € um coeficiente que multiplica o valor da variavel y no periodo anterior
(yBh1). Isso sugere que o valor atual é influenciado pelo valor passado.

Y Ayl Esta parcela envolve uma soma (¥) que se estende por k periodos anteriores
(-1 até k). 5 sdo coeficientes associados as mudangas nos valores da varidvel nos
periodos anteriores (Ay[,). Isso indica que o valor atual depende das mudangas em
periodos anteriores.

€l]: Representa o erro no modelo, ou seja, a parte que ndo pode ser explicada pelas
outras varidveis na equacdo. Este termo incorpora fatores ndo modelados ou nido
observados que contribuem para a variagdo ndo explicada.

Ao integrar esses componentes, a equacdo procura modelar como o valor corrente da
variavel (y@) é influenciado pelo valor anterior (y@-1) e pelas mudangas em periodos
anteriores. Os coeficientes (o, 3, yi) sdo estimados a partir dos dados, ajustando o modelo
aos padrdes observados na série temporal. O procedimento PSY depende de estimativa
repetida da regressdo em subamostras dos dados de forma recursiva.

Quadro 2 - Varidveis de Pesquisa

Variavel (y) Féormula Fundamentacio

Dividend yield Dividendos pagos por acdo | [Caspi e Graham 2017,
/ Cotagdo da acdo x 100 Escobari et al. 2017,
Monschang e Wilfling
2020, Phillips et al.
2015a,b]

Dividend yield dos Juros JSCP por agdo / Cotagao [Caspi e Graham 2017,

sobre Capital da acdo x 100 Escobari et al. 2017,

Proprio(JSCP) ou Monschang e  Wilfling

Dividend JSCP yield 2020, Phillips et al.
2015a,b]

Para a estimag¢ao do modelo apresentado, utilizamos como dados de entrada as
variaveis Dividend Yield e Dividend JSCP yield, como descrito em Caspi e Graham
(2017), Escobari et al. (2017), Monschang e Wilfling 2020, Phillips et al. (2015a,b)

Dividend Yield é uma métrica financeira que expressa a relacdo entre os
dividendos distribuidos por uma empresa e o preco de suas acdes. Essa medida €



calculada como uma porcentagem e oferece aos investidores uma indica¢ao do retorno
em termos de dividendos que podem ser esperados em relagdo ao valor de mercado das
acdes. O Dividend Yield é utilizado como uma ferramenta de avaliagdo para comparar o
retorno de dividendos entre diferentes investimentos. Uma taxa de Dividend Yield mais
alta pode indicar um rendimento mais atraente para os investidores em busca de fluxo de
caixa consistente.

Juros sobre capital proprio é outra forma de uma empresa distribuir o lucro entre
os acionistas, titulares ou sdcios. A justificativa para essa segregacao reside no contexto
empresarial brasileiro. Dividendos representam uma forma tradicional de distribui¢do de
lucros de uma empresa aos seus acionistas. Entretanto, no Brasil, foi instituida uma
prética alternativa denominada juros sobre capital préprio, que oferece vantagens fiscais
ao possibilitar a redu¢do do imposto de renda pago pelas empresas. Apesar de ambas as
formas representarem distribui¢des de lucros, os dividendos sdo deduzidos diretamente
do lucro, enquanto os juros sobre capital préprio influenciam na apurag@o dos lucros
[Rodrigues da Silva e Kirch 2019].

O Dividend yield dos Juros sobre Capital Proprio (JSCP), ou simplesmente
Dividend JSCP yield, ¢ uma métrica financeira que expressa a relacdo entre os juros
sobre capital préprio pagos por uma empresa € o preco de suas acdes. Devido a essa
particularidade contabil brasileira e a diferenca substancial entre essas praticas, torna-se
imperativo avaliar o comportamento de ambas.

4. Resultados

Este estudo propde um pipeline de dados para detec¢do de bolhas financeiras no
mercado brasileiro. Para superar a complexidade técnica envolvida, foi desenvolvido um
pipeline de dados automatizado, que abrange desde a ingestdo até a andlise através do
algoritmo PSY. Essa abordagem visa fornecer alertas significativos para bancos centrais,
reguladores fiscais e agentes econdmicos, simplificando o processo por meio de um
painel visual intuitivo, facilitando a deteccdo de potenciais crises financeiras. A
implementacdo foi realizada com a ferramenta Databricks.

Nesta secdo as saidas do pipeline de dados sdo apresentadas Além disso,
analisaremos a eficdcia de utilizagdo no mercado brasileiro.

4.1 Analise dos Dividend yield



Contagem de Observagoes por Ano na B3:

Dividend Yield
Ano Contagem Ano Contagem
1 1996 59 15 2010 192
2 1997 70 16 2011 198
3 1998 46 17 2012 171
4 1999 36 18 2013 158
5 2000 33 19 2014 164
6 2001 41 20 2015 157
7 2002 43 21 2016 128
8 2003 34 22 2017 115
9 2004 47 23 2018 175
10 2005 68 24 2019 160
11 2006 88 25 2020 125
12 2007 146 26 2021 187
13 2008 221 27 2022 168
14 2009 169 28 2023 135

Figura 7: Contagem de observagdes por ano na B3 - Dividend Yield

O presente estudo utilizou dados de dividend yield das empresas listadas na B3, entre o
periodo de 1996 e 2023, totalizando 3334 observag¢des. O mercado brasileiro possui
particularidades que o diferenciam dos mercados principais, como pequeno nimero de
empresas negociando, baixa liquidez dos titulos, intervencdo e participacdo
governamental, e alta concentracdo de acdes [De Amorim et al. 2021]. Tais
caracteristicas podem diminuir a eficiéncia do algoritmo de machine learning,
especialmente nos primeiros 10 anos da amostra, conforme mostrado na Figura 7.

Episodios de Crises das Empresas Listadas na B3:
Dividend Yield

start end
12008-03-01 2008-03-01
22008-09-01 2009-04-01
32010-05-01 2012-09-01

Figura 8: Episddios de Crises das empresas Listadas na B3 - Dividend Yield

A Figura 8 traca a relacdo preco/dividendo das empresas listadas na B3. As datas
utilizadas se referem as datas de aprovacdo dos dividendos e ndo necessariamente da
distribuicdo ou apuragdo, logo, essas datas podem representar periodos mais longos de
comportamento financeiro.



Episddios de Crises das Empresas Listadas na B3:
Dividend Yield

T T
2000 2005 2010 2015

Figura 9: Episddios de Crises das Empresas listadas na B3 - Dividend Yield

O procedimento PSY identificou dois periodos de bolhas. Como pode ser visto
nas Figuras 8 e 9, ocorreu no inicio de 2008 um periodo de leve crescimento do
dividend yield, seguido por um forte crescimento entre o final de 2008 e inicio de 2009.
O contexto econdomico era de abundancia dos fluxos de capitais (ligado ao ciclo de
liquidez direcionado aos paises emergentes entre 2003 e 2007) e de resultados positivos
nas transagcdes comerciais e correntes do Brasil com o resto do mundo. Contudo, no
final de 2009, a crise do subprime atingiu o pais. No contexto brasileiro, as medidas
anticiclicas, especialmente as relacionadas a politicas macroecondmicas expansionistas,
foram cruciais para enfrentar a crise. Em 2009, observou-se uma recuperacdo na
economia brasileira [Lima e Deus 2013].

O segundo periodo de crescimento do dividend yield aconteceu entre 2010 e
2012. Este periodo coincide com o inicio da crise das commodities (2010). Em um
primeiro momento, a crise foi atenuada por politicas de estimulos fiscais do governo
federal, por meio, principalmente, de desoneragdes tributdrias, e de apoio aos bancos
publicos, como fontes estratégicas para a sustentacdo do crédito para investimentos de
longo prazo. Porém, a partir de meados de 2013 comecou a se caracterizar uma reversao
importante, quando o baixo dinamismo em termos de expansdo do nivel de atividade
passou a ser acompanhado pela deterioracdo das métricas macroecondmicas[Arestis et
al. 2017].

O modelo nao detectou bolha financeira nos primeiros 12 anos da amostra, o que
pode ser explicado pelo contexto macroecondmico brasileiro, que conviveu nos anos 90
com baixo crescimento econdmico, alta inflacdo [Pinheiro et. al. 1999] e um aumento
expressivo no déficit da conta corrente [Frizo e Lima, 2014], além de um mercado de
capitais incipiente [De Amorim et al. 2021].



De acordo com os resultados apresentados utilizando  dividend yield,
demonstrou-se que o pipeline de dados ¢€ eficaz para automatizar o processo de
ingestdo, transformacdo, carga dos dados, machine learning e construcdo de gréificos
que facilitam a identificacdo de bolhas financeiras das empresas listadas na B3.

4.2 Analise dos Dividend JSCP yield

Contagem de Observagdes por Ano ha B3:
Dividend JSCP yield

Ano Contagem Ano Contagem

e 43 15 2011 136
ZHE 7 16 2012 142
3 1999 88
TR
y 164 19 2015 164
‘; zggi :j? 202016 160
8 2004 200 21 2017 190
22 2018 206
?3 zggz 2:}; 23 2019 246
11 2007 174 24 2020 176
25 2021 265
12 2008 115 26 2000 260
13 2009 123

142010 146 i

Figura 10 : Contagem de observacdes por ano na B3 - Dividend JSCP yield

O presente estudo utilizou dados de Dividend JSCP yield das empresas listadas na B3,
entre o periodo de 1997 e 2023, totalizando 4434 observacdes. Nao foram encontradas
distribuicdo de JSCP (Juros sobre capital proprio) no ano de 1996. Assim como
observamos nos resultados para Dividend Yield, as caracteristicas do mercado brasileiro
também podem influenciar na eficicia dos modelos de machine learning, especialmente
nos 10 primeiros anos da amostra.

Episédios de Crises das Empresas Listadas na B3:
Dividend JSCP yield

start end
12008-03-01 2008-03-01
22008-09-01 2009-04-01
32010-05-01 2012-09-01

Figura 11 : Episédios de Crises das empresas Listadas na B3 - Dividend JSCP yield



A anélise do Dividend JSCP yield apresentou uma tendéncia semelhante ao do
Dividend Yield que é explicado pelo fato de ambas varidveis serem func¢des diretamente
proporcionais ao lucro das empresas. Os resultados demonstram dois periodos de
crescimento, sendo o primeiro associado a abundancia de fluxos de capitais entre 2003 e
2007, seguido pela crise do subprime em 2009, que foi enfrentada por meio de medidas
anticiclicas. O segundo periodo coincide com a crise das commodities em 2010, sendo
mitigado inicialmente por estimulos fiscais, mas seguido por uma reversdo a partir de
meados de 2013 [Arestis et al. 2017].

Episédios de Crises das Empresas Listadas na B3:
Dividend JSCP yield

2000 2005 2010 2015

Figura 12: Episodios de Crises das Empresas listadas na B3 - Dividend JSCP Yield

Durante os primeiros 12 anos da andlise, o algoritmo de machine
learning ndo conseguiu detectar bolhas financeiras de forma semelhante ao que foi
observado ao analisar o Dividend Yield. Essa limitacdo pode ser atribuida ao contexto
macroecondmico brasileiro nas décadas de 90 e 2000. Nesse periodo, o pais enfrentou
desafios como baixo crescimento econdmico, alta inflagdo e um mercado de capitais em
estdgio inicial de desenvolvimento [Pinheiro et al. 1999; De Amorim et al. 2021). Esses
fatores combinados podem ter contribuido para a dificuldade do algoritmo em identificar
bolhas financeiras durante esse periodo especifico.

As andlises dos dados de Dividend JSCP yield corroboram os resultados
apresentados utilizando Dividend yield, o que ressalta a eficicia do pipeline de dados
para a identificacdo de bolhas financeiras nas empresas listadas na B3.



4.3 Analise dos dados combinados (Dividend JSCP yield + Dividend yield)

Contagem de Observacoes por Ano na B3:
Total = Dividendos + JSCP

Ano Contagem Ano Contagem

1 1996 59 15 2010 338
2 1997 113 16 2011 334
3 1998 123 17 2012 313
4 1999 124 18 2013 327
5 2000 150 19 2014 330
6 2001 205 20 2015 321
7 2002 198 21 2016 288
8 2003 205 22 2017 305
9 2004 247 23 2018 381
10 2005 285 24 2019 406
11 2006 288 25 2020 301
12 2007 320 26 2021 452
13 2008 336 27 2022 428
14 2009 292 28 2023 259

Figura 13: Contagem de observacdes por ano na B3 - Dados combinados

Com cardter comprobatério, o presente estudo empregou dados de rendimento de
Dividend yield e Dividend JSCP yield (Juros Sobre Capital Préprio) de forma
combinada. A amostra abrange as empresas listadas na B3, no periodo entre 1996 a
2023, totalizando 7767 observacoes.

Episodios de Crises das Empresas Listadas na B3:
Total = Dividend + JSCP

start end
12008-03-01 2008-03-01
22008-09-01 2009-04-01
32010-05-01 2012-09-01

Figura 14 : Episodios de Crises das empresas Listadas na B3 - Dados Combinados

Assim como nos resultados seccionados, a andlise conjunta do Dividend Yield e
do Dividend JSCP yield revela dois periodos de crescimento. Este resultado era
esperado porque ambas as varidveis siao fungdes do lucro liquido das empresas.

O primeiro periodo de crescimento generalizado estd associado a abundancia de
fluxos de capitais entre 2003 e 2007, seguido pela crise do subprime em 2009, que foi



enfrentada por meio de medidas anticiclicas. O segundo periodo coincide com a crise
das commodities em 2010, sendo mitigado inicialmente por estimulos fiscais, mas
seguido por uma reversdo a partir de meados de 2013 [Arestis et al. 2017]. Como nos
casos anteriores, o algoritmo de machine learning nao identificou bolhas financeiras nos
primeiros 12 anos da amostra.

Episodios de Crises das Empresas Listadas na B3:
Total = Dividendos + JSCP

2000 2005 2010 2015

Figura 15: Episoddios de Crises das Empresas listadas na B3 - Dados combinados

As andlises dos dados combinados corroboram os resultados
apresentados utilizando Dividend yield e Dividend JSCP yield o que ressalta a eficicia
do pipeline de dados para a identificacdo de bolhas financeiras nas empresas listadas na
B3.

4.4 Painel de detecciao de bolhas e episddios de crises



Contagem de Observagdes por Ano na B3: Contagem de Observagdes por Ano na B3: Gontagem de Observagdes por Ano na B3:
Dividend JSCP yield Dividend Yield Total = Dividendos + JSCP
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Figura 16: Painel de bolhas e crises de empresas listadas na B3

Os graficos gerados neste estudo integram um dashboard com graficos e métricas que
facilitam a identificacdo de bolhas financeiras das empresas listadas na B3, conforme a
figura 16. O painel inclui os dados referentes as analises de Dividend Yield, Dividend
JSCP Yield e os dados combinados das duas varidveis. O painel foi construido na
ferramenta databricks o que permite automatizar a execucdo do pipeline de dados
atualizando o painel com dados atualizados. Com isto, o usudrio final ndo necessita de
conhecimentos especificos nas dreas de programacao e estatistica, possibilitando-os ter
um foco na anélise dos resultados.

5.  Consideracoes Finais

O presente trabalho propds um pipeline de dados automatizado para a deteccdo de
bolhas financeiras no mercado de ativos brasileiro, utilizando o algoritmo de machine
learning conhecido como procedimento PSY. O objetivo principal era fornecer uma
ferramenta eficaz para bancos centrais, reguladores fiscais e agentes econdmicos
identificarem precocemente sinais de comportamento especulativo e potenciais crises
financeiras, visando a estabilidade econdmica.



O pipeline desenvolvido mostrou-se eficaz na automacdo do processo de
ingestdo, transformacdo e carga de dados, além da aplicacdo do algoritmo PSY. A
criacdo de um painel visual intuitivo permitiu uma anélise facil e rapida das empresas
listadas na B3, facilitando a identifica¢do de periodos de bolhas financeiras. A utilizacdo
da ferramenta Databricks proporcionou uma implementacdo eficiente e escaldvel do
pipeline, demonstrando sua viabilidade prética.

A andlise dos resultados revelou dois periodos de crescimento do Dividend Yield
e do Dividend JSCP Yield, coincidindo com eventos macroecondmicos significativos,
como a crise do subprime em 2009 e a crise das commodities em 2010. A eficacia do
pipeline foi evidenciada, uma vez que conseguiu identificar esses periodos de bolhas
financeiras, fornecendo informacdes valiosas para a compreensdo dos movimentos do
mercado.
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Apesar dos resultados positivos, € importante destacar algumas limitacdes e
desafios enfrentados durante a implementac¢do do pipeline. O contexto macroecondmico
brasileiro nas décadas de 90 e 2000, caracterizado por baixo crescimento econdmico e
alta inflacao, pode ter influenciado na auséncia de detec¢dao de bolhas nos primeiros 12
anos da amostra. Além disso, a baixa liquidez e a concentracdo de a¢des no mercado
brasileiro apresentam desafios adicionais para a eficicia do algoritmo de machine
learning.

Para aprimorar a deteccdo de bolhas financeiras no mercado brasileiro, é
sugerido testar o modelo com diferentes varidveis financeiras e explorar outros
algoritmos de machine learning. A inclusdo de indicadores econdmicos abrangentes e a
adaptacdo do modelo a diversos contextos de mercado fortalecerdo sua capacidade de
identificar bolhas financeiras. Além disso, a incorporacdo proativa de inovacdes
tecnoldgicas e a consideracio de novas fontes de dados sdo fundamentais para garantir a
eficdcia e o aprimoramento continuo do sistema ao longo do tempo.

Em conclusdo, o pipeline de dados proposto neste trabalho apresenta uma
contribuicdo significativa para a deteccdo de bolhas financeiras no mercado de ativos
brasileiro. A automacio do processo, aliada a utilizacdo da técnica PSY, fornece uma
ferramenta valiosa para os agentes do mercado financeiro e reguladores, permitindo uma
resposta mais eficiente a potenciais crises. Embora desafios e limitagcdes persistam, a
evolucdo continua e adaptacio do pipeline podem fortalecer sua utilidade no
monitoramento e prevencdo de bolhas financeiras, contribuindo assim para a
estabilidade econdmica do pais.
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