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RESUMO

Os algoritmos de Reinforcement Learning tem o objetivo
de melhorar o comportamento do agente em um ambiente
especifico. Esses algoritmos se mostraram excelentes na me-
lhoria da inteligéncia artificial em games de diversos géneros.
Nesse trabalho é usado o algoritmo Q-Learning do Reinfor-
cement Learning aplicado no jogo Pac-Man, um dos jogos
mais tradicionais que fomentam o desenvolvimento de novos
algoritmos para a area de inteligéncia artificial. O objetivo
principal é treinar o Pac-Man para escolher os melhores ca-
minhos e assim terminar o jogo o mais rapido possivel, de
acordo com o modo de jogo speedrun. Os resultados ob-
tidos por esse trabalho mostraram que foi possivel fazer o
Pac-Man ter bons resultados no modo speedrun.
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1. INTRODUCAO

De acordo com Arthur Samuel [1], aprendizagem de mé-
quina, ou machine learning, ¢ um ramo da inteligéncia arti-
ficial (IA) que dé ao computador a habilidade de aprender
uma tarefa sem ter sido explicitamente programado, tendo
o aprendizado com base em dados que foram alimentados
para o computador.

Um dos primeiros usos da IA para jogos foi feito em 1969,
por Arthur Samuel [1], que conseguiu mostrar que é possivel
fazer a TA vencer pessoas reais em uma partida de um jogo
de damas. Com isso, outras pesquisas relacionadas a Ma-
chine Learning foram desenvolvidas, porém em jogos mais
complexos que o jogo de damas.

Em outubro de 2015, o CEO da empresa SpaceX Elon
Musk e um grupo de investidores fundaram um grupo cha-
mado OpenAl [2]|, que tinha como principal interesse desen-
volver sistemas de Reinforcement Learning, uma sub-area
de Machine Learning especializada no aprendizado de algo-
ritmos via sistema de recompensa e puni¢do. Em maio de
2017, a Google criou uma inteligéncia artificial chamada de
ALPHA GO [2], que fez uso de uma técnica de Machine Le-
arning para jogar um jogo popular na dsia, o GO, e vencer
o Ke Jie, o melhor jogador de GO do mundo na época. Em
agosto de 2017, Elon Musk e seu grupo mudaram o seu foco
para o jogo Dota 2. Apds 2 semanas de treino, a inteligéncia
artificial do OpenAl conseguiu em um campeonato vencer
vérios jogadores que estavam no ranking mundial |2].

Anténio Carlos dos Santos Souza
Instituto Federal de Educacao, Ciéncia e
Tecnologia da Bahia
Rua Emidio dos Santos,
Barbalho, Salvador, Bahia
antoniocarlos@ifba.edu.br

De acordo com Narula [3], a drea de jogos é relevante para
o estudo de Machine Learning, pois essa drea possui tudo que
é necessario para aplicagdo de seus algoritmos, permitindo
a realizacdo de comparagoes e testes de diferentes técnicas,
uma vez que os jogos proporcionam um ambiente controlado
excelente para o funcionamento desses algoritmos. Contudo,
Ortega [4] alerta que o uso de Machine Learning em jogos
requer cautela, pois ao se projetar um algoritmo de Machine
Learning, é necessério levar em conta algumas consideragoes
como, por exemplo, o nivel de dificuldade desejado para o
jogo, que permite que um algoritmo possa ser ajustado para
tornar a vitéria do jogador impossivel ou a uma dificuldade
que torna o jogo mais facil, sem nenhum desafio.

Com o intuito de se desenvolver e avaliar um novo algo-
ritmo de inteligéncia artificial, o jogo escolhido para a pes-
quisa foi o Pac-Man, que é um jogo leve e simples, pos-
sui apenas 4 comandos bésicos (Cima, Baixo, Direita e Es-
querda), que o diferenciam e popularizam o seu uso como
um ambiente de testes para algoritmos de Reinforcement
Learning.

No Pac-Man, o jogador tem como objetivo comer todas
as pastilhas disponiveis no jogo. A pastilha normal garante
10 pontos e a super pastilha garante 50 pontos ao jogador,
enquanto um fantasma garante 200 pontos. Na modalidade
de speedrun, o objetivo é priorizar a aquisicdo das pastilhas
e dos fantasmas da forma mais rdpida possivel.

Esse trabalho tem como problema checar a possibilidade
da inteligéncia artificial em fazer speedrun, aplicado no Pac-
Man utilizando o reinforcement learning, e tem como ob-
jetivo a validagao do algoritmo de Reinforcement Learning,
especificamente utilizando a tecnologia Q-Learning, aplicada
no jogo Pac-Man. O objetivo principal do trabalho é treinar
o Pac-Man a fim de fazer com que a IA consiga terminar o
jogo o mais rapido possivel no modo speedrun, cujo o obje-
tivo, segundo Chase [5], é conseguir 10000 pontos de forma
rapida e eficiente. O trabalho apresenta os resultados finais
comparados com a de lideranga de speedrun |5]. E esperado
que o resultado final desse trabalho, mediante as alteragoes
no algoritmo de inteligéncia artificial para o Pac-Man, seja
superior ou igual a pelo menos os 3 primeiros colocados da
lideranga mundial do Pac-Man em speedrun.

O restante deste trabalho estéd organizado da seguinte forma:
é apresentada na Segdo 2 a fundamentagdo tedrica que foi
utilizada como base para o entendimento sobre Reinforce-
ment Learning, @Q-Learning, speedrun, o jogo Pac-Man e
Markov Decision Process. Na Secdo 3 estdo os trabalhos
relacionados, bem como uma andalise comparativa entre as



diferentes abordagens utilizadas por esses trabalhos. A Se-
cao 4 apresenta todas as partes importantes do algoritmo
proposto para speedrun. Na Segdo 5 sdo apresentados os
experimentos e resultados, onde é feita uma andlise dos re-
sultados comparando com a de lideranga de mundial de spe-
edrun. Por ultimo, na Secdo 6, estd a conclusao.

2. FUNDAMENTACAO TEORICA

Essa Secdo apresenta as principais referéncias utilizadas
para a criagdo deste trabalho. A subseg@o 2.1 apresenta o
jogo Pac-Man e sua historia. Na subsecao 2.2 é apresentado
de forma geral o que é speedrun. A subsecdo 2.3 apresenta
os paradigmas de Machine Learning: Supervised Learning,
Unsupervised Learning e Reinforcement Learning. A subse-
¢ao 2.4 apresenta de forma geral o que é @Q-Learning e Deep
Q-Learning. Por ultimo, a subsegdo 2.5 apresenta Markov
Decision Process.

2.1 O jogo Pac-Man

Pac-Man foi um jogo langado em outubro de 1980, criado
por Toru Iwatani, licenciado pela MIDWAY e desenvolvido
pela NAMCO. A inspiracao para a criagdo do Pac-Man veio
enquanto Iwatani comia uma pizza. Por isso, o Pac-Man
lembra o formato de uma pizza sem uma de suas fatias [6].

O objetivo geral do jogo Pac-Man é fazer com que o per-
sonagem principal, o Pac-Man coma todas as 240 pastilhas
e 4 super pastilhas disponiveis em um labirinto, enquanto
foge dos fantasmas, personagens que tem como objetivo im-
pedir que o Pac-Man coma as pastilhas e venca o jogo. O
préprio Pac-Man também pode comer os fantasmas tempo-
rariamente, desde que coma antes uma super pastilha dispo-
nivel no jogo. Para o modo de jogo do speedrun, o objetivo
é conseguir o maximo de pontuagdo em um menor tempo
possivel. A Tabela [I] ilustra, de forma resumida, o sistema
de pontuagado do Pac-Man. Além disso, se o Pac-Man comer
mais de um fantasma logo depois de comer a super pasti-
lha, a pontuagao se torna ainda maior, pois o jogo dispoe
de um multiplicador que dobra a pontuagao por comer cada
fantasma a mais. Cada fase do jogo é completada quando o
Pac-Man come todas as pastilhas disponiveis no labirinto.

Item Pontos
Pastilha Normal 10
Super Pastilha 50
Fantasma 200
Fruta Entre 100 e 5000

Tabela 1: Sistema de pontuagao do jogo Pac-Man.

De acordo com Birch [7] os fantasmas possuem algumas
mecénicas unicas, por exemplo, existem dois modos o Chase
e o Scatter, no Scatter os fantasmas fogem do Pac-Man e
no Chase os fantasmas perseguem o Pac-Man, mas cada um
possui uma personalidade prépria, ou, em outros termos,
movimentagoes diferentes como pode ser visto na Figura [1}
No modo Chase os fantasmas se movimentam da seguinte
forma:

e Fantasma vermelho ou Blinky: Sempre se movimenta
para a posicao atual do Pac-Man.

e Fantasma rosa ou Pinky: se movimenta para a posigao
atual do Pac-Man mais 4 posicdes a frente dele.

e Fantasma azul ou Inky: se movimenta para a posi¢ao
do Pac-Man mais o resultado da distancia do Blinky
para o Pac-Man multiplicado por 2 é o ntimero de po-
si¢bes a frente do Pac-Man que ele vai se movimentar.

e Fantasma laranja ou Clyde: se movimenta para a po-
sicdo do Pac-Man, mas quando estiver menos de 8 po-
si¢oes proximo do Pac-Man ativa o modo Scatter.

Ja no modo Scatter eles se movimentam da seguinte forma:

e Fantasma vermelho ou Blinky: Foge do Pac-Man e fica
no canto superior direito da tela.

e Fantasma rosa ou Pinky: Foge do Pac-Man e fica no
canto superior esquerdo da tela.

e Fantasma azul ou Inky: Foge do Pac-Man e fica no
canto inferior direito da tela.

e Fantasma laranja ou Clyde: Foge do Pac-Man e fica
no canto inferior esquerdo da tela.

Figura 1: MovimentacGes dos fantasmas

Os dois modos ficam ativos por tempos diferentes, por exem-
plo:

e Primeiro turno: Scatter por 7 segundos depois Chase
por 20 segundos;

e Segundo turno: Scatter por 7 segundos depois Chase
por 20 segundos;

e Terceiro turno: Scatter por 5 segundos e Chase por 20
segundos;

e Ultimo turno: Scatter por 5 segundos depois Chase
permanentemente.

Ortega [4] afirma que o Pac-Man tem sido uma boa ferra-
menta para realizar pesquisas sobre Machine Learning nos
jogos, além disso o Pac-Man também ajuda a encorajar os
estudantes a aprender inteligéncia artificial, o que faz com



que o caminho do aprendizado se torne mais facil. Com isso,
existem muitos estudos sobre inteligéncia artificial abordando
0 jogo do Pac-Man, sendo que cada um desses estudos esco-
lhe os recursos e o modo de jogo de acordo com seu trabalho.
Neste trabalho o modo de jogo escolhido para o desenvolvi-
mento do algoritmo de IA é o speedrun, que serd apresentado
na subsegdo a seguir.

2.2 O modo de jogo Speedrun

Speedrun pode ser definido como um modo de jogo em que
o objetivo é completar o jogo o mais rapido possivel sem
usar nenhuma trapaga externa, fazendo isso ndo importa
qual foi o meio usado para completar o jogo [8] |9] [10]. De
acordo com Bertoli [11], cada jogo tem diversas categorias de
speedrun que sao previamente aceitas pela comunidade para
entao os competidores escolherem entre qual delas competir.
Alguns exemplos de categorias existentes podem ser vistos
na Tabela

Categoria Descrigao

100% Completar todos os objetivos
do jogo, o que envolve coletar
todos os items, derrotar chefes,
terminar missGes secundarias etc
Completar o jogo simplesmente
alcangando o seu
final sem importar de que
forma terminou
Completar o jogo sem ter
conhecimento sobre
nenhuma das estratégias
para esse jogo.
Completar o jogo sem o uso
dos glitchs.

TAS Completar o jogo através
de um software ou um
programa com um emulador
que mostra a
rota mais rapida possivel.

Any%

Blind

Glitchless

Tabela 2: Categorias de speedrun segundo [12].

Adelikat [13] apresenta TAS ( Tool Assisted Speedrun) como
um speedrun feito a partir de ferramentas, alguns exemplos
sa0:

e Avango de quadro (Frame Advance): é um recurso de
emulagao para avancar no jogo quadro a quadro, pa-
recido com recursos de camera lenta. O avango de
quadro é utilizado para poder pressionar os botoes no
momento certo no jogo.

e Edigao hexadecimal: E utilizado para editar a entrada
que o jogo recebe. E feito para reordenar ou copiar e
colar sequéncias de entrada. Nao sdo editados os jogos,
nem as imagens ou o som.

o Re-recording: E utilizado para substituir uma parte
gravada por outra. Por exemplo, para carregar um
savestate de um evento anterior depois de uma agao
incorreta. Em um jogo esse recurso pode ser usado
entre 50 a 200000 vezes dependendo da dificuldade do

jogo.

Um ponto parecido entre utilizar Reinforcement Learning
no speedrun e Tool Assisted Speedrun é que as duas formas
ndo sdo praticadas por humanos, e uma diferenca entre os
dois como Adelikat [13] apresenta em relagdo ao Tool Assis-
ted Speedrun, é que antes de comegar o desenvolvimento para
0 speedrun em um jogo, é necessaria uma anélise feita pelos
desenvolvedores, entendendo como o layout dos niveis fun-
ciona, aprendendo ndo somente as fraquezas e pontos fortes
dos itens, inimigos, chefes, entre outros, bem como apren-
dendo também como o jogo funciona, a partir de uma ana-
lise de fatores como: movimentos, ataques, bonus etc. A
diferenga com Reinforcement Learning no speedrun é que o
agente é responsavel em aprender todos esses pontos apre-
sentados pelo autor, o desenvolvedor sé tem o trabalho em
mostrar quais sdo as recompensas pelas agoes do agente no
jogo.

Nos tltimos anos, o speedrun cresceu de forma rapida por
todo o mundo, principalmente por causa do evento Games
Done Quick [10] que tem o objetivo de fazer maratonas de
speedrun ao vivo para todo o mundo, através de platafor-
mas conhecidas como Twitch e Youtube. Além disso, todo
dinheiro arrecadado é doado para institui¢bes de combate
ao cancer [10]. Existem sites que foram criados pela pré-
pria comunidade para organizar os recordes de cada compe-
tidor. Um desses sites, por exemplo [5|, mostram a tabela
de lideranga mundial do jogo Pac-Man com os seus melho-
res speed-runners, nome dado aos jogadores participantes do
speedrun. A hipétese apresentada por esse trabalho é fazer
com que a inteligéncia artificial do Pac-Man treinada pelo
algoritmo de Reinforcement Learning, consiga alcangar os
resultados dos 3 primeiros colocados da tabela de lideranga
mundial de speedrun do jogo Ms. Pac-Man.

Através de uma andlise dos melhores colocados da tabela
de lideranca mundial de speedrun na categoria de 10000 pon-
tos [5], é possivel chegar na conclusdo de que todos que estao
entre os 10 primeiros colocados usam estratégias muito pa-
recidas, e o que diferencia um do outro é a sua percepgao
e também a velocidade em realizar essas estratégias. Por
isso, se faz necessario estudar a area de aprendizagem de
méquina, a fim de que se possa conhecer como aplicar essas
estratégias que permitem que os competidores estejam nas
melhores posigoes do ranking do speedrun.

2.3 Os Paradigmas de Machine Learning

Machine Learning é uma area de estudo que tem como ob-
jetivo principal fazer com que o computador complete uma
tarefa sem ser explicitamente programado. De acordo com
Sutton e Barto [14], a drea de Machine Learning pode ser di-
vidida em trés paradigmas: Supervised Learning (ou apren-
dizagem supervisionada), Unsupervised Learning (ou apren-
dizagem nao-supervisionada) e Reinforcement Learning (ou
aprendizagem baseada em recompensa).

De acordo com Loon [15], no Supervised Learning, o usué-
rio possui os dados que serao usados no algoritmo. Nesse
caso, a maquina ja conhece o que vai fazer antes de apren-
der ou comegar a trabalhar em algo. Um exemplo bésico
desse conceito seria um aluno estudando em um curso onde
ele ja sabe o que serd dado nesse curso.

Ja no Unsupervised Learning, a maquina nao possui os
dados, e os resultados para a maioria dos problemas sao am-
plamente desconhecidos. Esse paradigma tem a capacidade
de interpretar e encontrar solugdes através de mecanismos
de 16gica binaria e entrada de dados [15].



Enquanto alguns autores afirmam que Reinforcement Le-
arning é um tipo de Unsupervised Learning, pois ela também
néo se baseia em exemplos, diferentemente das técnicas tra-
dicionais de Unsupervised Learning, Reinforcement Learning
tenta maximizar o sinal de recompensa em vez de tentar en-
contrar estruturas escondidas. Descobrir estruturas em uma
experiéncia do agente pode ser itil no Reinforcement Lear-
ning, mas isso por si sé nao aborda o problema que é de ma-
ximizar um sinal de recompensa. Por isso, Reinforcement
Learning é considerado um paradigma direto de Machine
Learning.

Uma vez que o foco deste trabalho estd no uso de um
algoritmo de Reinforcement Learning para uso no jogo do
Pac-Man, serd apresentada na proxima sub-se¢do a funda-
mentagao tedrica necessaria para entendimento do algoritmo
proposto.

2.4 Reinforcement Learning

A ideia apresentada por Sutton e Barto |14] sobre Reinfor-
cement Learning é aprender o que fazer e como mapear as si-
tuagoes para agoes, de modo a maximizar a sua recompensa.
O agente nao sabe quais agbes tomar, mas precisa desco-
brir quais agbes produzem mais recompensa. Em casos mais
desafiadores, as agbes além de influenciar as recompensas
imediatas, também podem influenciar a préxima situagdo e
com isso, todas as recompensas subsequentes. Sendo assim,
um agente é treinado para interagir com um ambiente des-
cobrindo os melhores caminhos possiveis para alcangar um
objetivo. Neste trabalho, o agente do jogo serd o Pac-Man,
o ambiente serd a fase do jogo, e o objetivo serd terminar
0 jogo o mais rapido possivel alcangando 10000 pontos no
jogo.

Como foi apresentado por Dayan e Niv [16] os métodos do
Reinforcement Learning sao divididos em 2 grandes classes
model-based e model-free. Model-based Reinforcement Lear-
ning usa a experiéncia para construir um modelo interno de
transigdes e resultados imediatos no ambiente. Model-free
Reinforcement Learning, por outro lado, usa a experiéncia
para aprender diretamente uma ou duas das quantidades
mais simples (estado/valores de agdo ou politicas) que po-
dem alcangar o mesmo comportamento ideal, mas sem esti-
mativa ou uso de um modelo global [16]. Nesse trabalho serd
usada uma técnica model-free, uma vez que essa estratégia
se encaixa melhor na proposta de jogo do Pac-Man.

Alguns elementos-chave precisam ser explicados para um
melhor entendimento do Reinforcement Learning. Eles sao:
Model, Policy, Reward, Value function |17]:

e Recompensa (Reward): E um sinal de feedback que in-
dica o quao bem o agente estd indo em um intervalo
de tempo. O trabalho do agente durante a fase de
aprendizagem é maximizar as recompensas. De forma
geral, uma recompensa é representada por um nimero.
A recompensa com valor positivo indica que o agente
fez alguma tarefa de forma apropriada. A recompensa
com valor nulo indica que o agente nao realizou ne-
nhuma tarefa relevante. Por fim, a recompensa com
valor negativo indica que o agente fez uma tarefa pre-
judicial ao seu objetivo.

e Politica (Policy): E uma distribui¢ao de probabilidade
sobre agoes dadas em um estado, ou seja, é o compor-
tamento do agente ou como ele escolhe suas agdes em
algum estado especifico.

e Fungao de Valor (Value function): E uma fun¢do que
diz o quéo bom é cada estado e/ou agéo, ou seja, como
é bom estar em determinado estado, e como é bom
tomar uma certa agdo. A fungdo de valor informa ao
agente quanto de recompensa o espera ao tomar uma
acao em um determinado estado.

e Modelo (Model): O modelo prevé o que o ambiente
fard em seguida, é a representacdo do ambiente para o
agente, ou seja, como o agente acredita que o ambiente
funciona.

Sutton e Barto [14] apresentam que no Reinforcement Le-
arning, o proposito ou objetivo do agente é formalizado em
termos de sinal especial, chamado de recompensa, passando
do ambiente para o agente. A cada intervalo de tempo, a re-
compensa é um simples niimero. Informalmente, o objetivo
do agente é maximizar a quantidade total de recompensas
recebidas. Isso significa maximizar ndo apenas a recompensa
imediata, mas a recompensa cumulativa a longo prazo. Por
exemplo, para fazer um robd aprender a andar, é necessario
atribuir recompensas a cada intervalo de tempo proporcio-
nal ao movimento para frente do robd. Para fazer um robd
aprender a escapar de um labirinto, a recompensa para cada
intervalo de tempo que ele passa tentando escapar é -1. Isso
encoraja o agente a escapar o mais rapido possivel. Para fa-
zer um robd aprender a encontrar e coletar latas vazias para
reciclar, é necessirio dar uma recompensa de 0 na maior
parte do tempo, e quando coletar uma lata, dar uma recom-
pensa de +1. E um tultimo exemplo em um jogo de damas,
onde o agente precisa aprender a jogar, algumas das recom-
pensas sao: por ganhar 41, -1 por perder e 0 por empatar.

Os autores |14] mostram que o agente sempre tenta apren-
der como maximizar suas recompensas. Para que o agente
faga algo de interesse da aplicacdo, é necessario fornecer re-
compensas, de forma que o préprio agente tente maximiza-la
para que o objetivo da aplicagdo seja alcancado. Por isso,
é necessario que as recompensas estabelecidas indiquem o
que se deseja realizar. Em particular, o sinal de recompensa
nao € o lugar de conhecimento prévio sobre como conseguir
o que se deseja fazer. Por exemplo, em um jogo de xadrez, o
agente deve ser recompensado apenas por ganhar, e ndo por
alcancar pequenos objetivos como ganhar controle do centro
do tabuleiro. Se ele alcancar esses pequenos objetivos e for
recompensado, entdo o agente pode encontrar uma maneira
de alcangé-los sem atingir o objetivo real como, por exem-
plo, ele pode encontrar uma maneira de pegar as pecas do
oponente mesmo ao custo de perder o jogo. Por isso, o sinal
de recompensa é a maneira de se comunicar com o agente
sobre o que se deseja alcancar e ndo como se quer que seja
alcangado.

Ouderra [18] explica que a politica étima para o agente é
sempre selecionar a agdo mais efetiva com base nas situagoes
anteriores. Para melhorar ou aprender a politica, o agente
precisa encontrar situagdes que nunca foram observadas an-
tes, portanto, surge um trade-off entre realizar a agao que
leva a maior futura pontuacao esperada (ezploiting) ou ten-
tar agOes que levam para novas situagées com o objetivo de
adquirir novos conhecimentos (ezploring). O autor mostra
que existem diferentes formas para lidar com o dilema de
exploration vs exploitation. O método mais simples é a sele-
¢ao gananciosa (greedy selection) no qual o algoritmo sempre
seleciona a agdo encontrada mais efetiva, logo serd sempre
ezploit. Quando aplicado ao Q-learning, a estratégia de se-



lecao vai resultar na selecao da acao.

Sutton [14] apresenta algumas politicas de sele¢ao de agao
que tem o objetivo garantir o balanceamento do trade-off
entre exploitation/exploration, Elas sao:

e c-greedy: Na maior parte do tempo a agdo com a maior
recompensa sera escolhida, e tem uma probabilidade
baixa €, de uma acao ser escolhida aleatoriamente.

e c-soft: Parecido com e-greedy. A melhor acdo é esco-
lhida com a probabilidade € - 1 e o resto do tempo sao
escolhidos agbes aleatorias.

e softmax: Cada agao é classificada de acordo com a es-
timativa do valor da agdo, ou seja, as piores agoes nao
serao escolhidas, diferentemente de e-greedy e e-soft
que ao escolher uma acao aleatéria pode estar esco-
lhendo a pior agao.

De acordo com [19], uma das dreas que torna o Reinfor-
cement Learning muito 1til sdo os jogos de computadores.
De forma geral, o personagem estard em um conjunto de
diferentes estados que podem ser enumerados, e que tam-
bém podem ser descritos pelo estado atual do personagem
e do jogador. O personagem tem um conjunto de diferentes
acoes que podem ser executadas e, além disso, precisa ser
capaz de decidir qual é a melhor acdo. O personagem pode
receber recompensas positivas ou negativas dependendo do
resultado de uma sequéncia de decisoes. Essa recompensa
vai depender do jogo e dos objetivos do personagem. Se
por exemplo, o objetivo for derrotar o jogador isso fard com
que tenha uma recompensa positiva e no caso oposto uma
recompensa negativa.

2.5 Q-Learning

O motivo para ser usado o Q-Learning é por ser um model-
free muito conhecido e usado em pesquisas, trabalhos e arti-
gos por todo o mundo, principalmente aos que sao aplicados
em jogos. Na literatura, o @-Learning ja foi utilizado tanto
no Pac-Man |20], quanto em jogos de primeira pessoa |21].

De acordo com Watkins 22| @-Learning é um algoritmo
de Reinforcement Learning Model-Free que foi desenvolvido
baseado na diferenga temporal tratada com programacao di-
namica assincrona. Ele fornece recompensas para os agentes
com a capacidade de aprender a agir otimamente em domi-
nios de Markovian, experimentando as consequéncias das
acoes, sem precisar que eles construam o mapa do dominio.

A principal ideia do @-Learning é usar uma unica estru-
tura de dados chamada fungdo de utilidade Q(x,a). Essa
utilidade de executar uma acao no estado x Markovian.

McCullock [23] explica que o que distingue @Q-Learning
de outras técnicas é a sua capacidade de escolher entre as
recompensas imediatas e recompensas futuras. A cada in-
tervalo de tempo ¢, um agente observa o vetor do estado X¢,
entdo escolhe e aplica uma agdo U;. Conforme o processo se
move para o estado Xiy1, o agente recebe um reforgo R (X,
U¢). O objetivo do treinamento é encontrar a sequéncia de
acles que maximiza a soma de reforcos futuros, levando as-
sim ao caminho mais curto do inicio ao fim.

McCullock [23] apresenta a férmula da atualizagao do Q-
Value

e Q(estado, agdo) = R(estado, agdo) + gama *

Max[Q(préximo estado, todas agdes)]

— Q(estado, agado): é o valor atribuido a acdo em
um determinado estado.

— gama (fator de regularizagao): O pardmetro gama
tem um intervalo de 0 a 1 (0 <= gama > 1) e ga-
rante a convergéncia da soma. Se o gama estiver
mais préximo de 0, o agente tenderd a considerar
apenas recompensas imediatas. Se o gama estiver
mais préximo de 1, o agente considerard recom-
pensas futuras com maior peso, disposto a atrasar
a recompensa.

— R(estado, a¢@o): Recompensa recebida em um es-
tado por ter tomado uma determinada agao.

— Max|[Q(préximo estado, todas agdes)]: A recom-
pensa méaxima que se pode receber no estado se-
guinte ao atual, ou seja, a recompensa por tomar
a melhor acao consequentemente.

— alpha (fator de aprendizagem): E um parametro
que nao foi apresentado pelo autor, mas tem sua
importancia, o pardmetro tem um intervalo de 0
a 1 onde se estiver mais préximo de 0, o agente
priorizard informagoes passadas e se estiver mais
préximo de 1 o agente priorizard informacoes mais
recentes. Estd diretamente ligado com ezploita-
tion/exploration apresentado na segéo 2.4.

De acordo com McCullock [23], o algoritmo de @Q-Learning
funciona da seguinte forma:
1. Defina o parametro gama, e a recompensa do

ambiente na matriz R;

2. Inicialize a matriz Q para 0;

for Para cada episédio do
while a meta do estado ainda ndo foi alcancado do

estado atual;

2. Usando essa possivel agado, considere ir para o
préximo estado;

3. Obtenha o @-Value méximo para este préximo
estado com base em todas as agoes possiveis.
Calcule: Q(estado, agdo) = R(estado, agdo) +

gama * Max[Q(préximo estado, todas agdes)];

4. Defina o préximo estado como o estado atual;

end
end

De acordo com Matiisen [12] no @Q-Learning se define a
funcao Q(estado, agao) representando as recompensas futu-
ras descontadas quando realiza uma acao em determinado
estado e assim continuando a partir deste ponto. Entao, a
melhor forma para pensar sobre Q(estado, agdo) é como 7a
melhor pontuagao possivel no final do jogo depois de realizar
a agdo A em um estado S”, isso é chamado de @-function,
pois isso representa a ’qualidade’ de certas agoes em um de-
terminado estado.

Matiisen [12] apresenta que é possivel estimar a pontuagao
do final de um jogo apenas sabendo a situagdo atual do

1. Selecione uma entre todas as possiveis agdes para o



estado e agao, e nao das agoes e recompensas que vem depois.
Ele explica com o seguinte exemplo: suponha que o usuario
estd em um estado S e ponderando qual agdo tomard ou A
ou B O usudrio deseja escolher a agdo que resulta na maior
pontuagado no final do jogo. Quando o usuario possui Q-
function a resposta se torna simples, escolher a agdo com o
maior Q-value.

De acordo com Ouderra [18] Q-Learning usa tabela de
dados que contém os Q-values de pares de estado e agao,
porém, devido ao enorme tamanho do espaco de estado no
Pac-Man, a quantidade necessaria de memoéria e o nimero
de iteracOes necessarias para a convergéncia torna pratica-
mente impossivel a configuracdo dessa tabela. A vantagem
de usar o Deep Q-learning é que os Q-values de pares de
estado e acao podem ser intercalado por rede neural convo-
lucional em vez da tabela de dados. O autor explica que a
rede neural convolucional é uma variag@o de rede neural feed-
forward regular, sua arquitetura foi criada para explorar a
conectividade local normalmente encontrada em dados alta-
mente dimensionais como as imagens. Em contrates com as
camadas totalmente conectadas em rede neurais regulares,
uma camada em uma rede neural convolucional usa convo-
lucoes em sua entrada ao calcular sua saida, cada camada
tem um intervalo de kernels convolucionais ou filtros, que
juntos classificam os recursos. E os pesos dos kernels sao
atualizados por gradiente descendente estocastico.

2.6 Processo de Decisao de Markov

De acordo com Alzantot [24] os problemas de Reinfor-
cement Learning sao descritos utilizando o framework cha-
mado de Processo de Decisao de Markov, do inglés Markov
Decision Process (MDP). MDP é uma verséo estendida da
cadeia de Markov que acrescenta elementos de decisoes e re-
compensas a ele. A palavra Markov refere-se a propriedade
Markoviana que com os estado e acdo atuais estabelecidos
significa que o estado futuro é independente de qualquer his-
térico de estado anterior. Com isso, o estado atual encapsula
tudo que é necessario para decidir o estado futuro quando
uma acao é recebida. O autor mostra o seguinte exemplo:
em um jogo de xadrez ao realizar um movimento no estado
atual do tabuleiro, esse movimento foi pensado a partir de
possiveis situagoes futuras e ndo a partir de movimentos e
estados passados do tabuleiro. Alzatot [24] mostra que MDP
é definido como uma tupla de 5 itens <S, A, P, R, Y> que
sdo:

e S: Conjunto de Observagoes. O agente observa o es-
tado do ambiente como um item desse conjunto.

e A: Conjunto de agbes. O conjunto de agbes que o
agente pode escolher para interagir com o ambiente.

e P: (S’ | S,A) Matriz de probabilidade de transi¢ao. Isso
modela qual serd o estado S’ depois que o agente rea-
lizar uma agdo A enquanto estd no estado atual S.

e R: P(R| S,A) Modelo de recompensa que modela qual
recompensa o agente receberd quando realizar uma
acdo A quando estiver no estado S.

e Y: Fator de regularizacao. Esse fator é um valor numé-
rico entre 0 e 1 que representa a importancia relativa
entre recompensas imediatas e futuras. Ou seja, se o
agente tiver que escolher entre 2 a¢Ges, uma delas dara
uma alta recompensa imediata depois de executar uma

acgao, mas levara a um estado do qual os agentes espe-
ram receber menos recompensas futuras.

Alzatot [24] conclui que o objetivo do agente do Rein-
forcement Learning é resolver o MDP encontrando politica
6tima, o que significa encontrar a sequéncia de acgées que ele
pode fazer para maximizar a recompensa total recebida.

Matiisen [12] apresenta como se formaliza o problema do
Reinforcement Learning para que vocé possa raciocinar so-
bre isso, a forma mais comum é através do Markov Decision
Process. Com isso, o autor contextualiza através de uma
metafora, onde suponha que vocé é um agente, situado em
um ambiente, esse ambiente estd em um estado, o agente
pode realizar uma certa quantidade de acOes nesse ambi-
ente, essas agles transformam o ambiente e o guia para um
novo estado, onde o agente pode realizar outras agbes, e as-
sim por diante. A regra com a qual vocé escolhe essas agoes
é chamada de politica, além disso, o ambiente em geral é
estocdstico o que leva o proximo estado de certa forma ser
aleatorio.

De acordo com Matiisen [12] com base na Figura |2 o
conjunto de estados e acoes juntamente com as regras de
transicdo de um estado para outro, e também por adquirir
recompensas, forma o Markov Decision Process. Um epis6-
dio desse processo forma uma sequéncia finita de estados,
agoes e recompensas:

- So7 Ao7 1{17 817 Al, Rz, Sz, ey Sn+1, An+1, Rn, Sn

S, representa o estado, A, representa a agdo e R,41 re-
presenta a recompensa depois de realizar uma agdo. O epi-
sédio termina como, por exemplo, em um jogo através do
game over. Markov Decision Process depende da suposi¢ao
Markov, de que a probabilidade do préximo estado S, +1 de-
penda apenas do estado atual S,, e da agdo realizada A,,
mas nao em estados ou agoes anteriores.

Reward

Action

Figura 2: Esquerda: problema do reinforcement learning.
Direita: Markov Decision Process.

Oregon State University [25] explica a formulagao aplicada
no Pac-Man como:

No espago de agao representa qualquer situagdo de agao
do Pac-Man, como escolher dire¢oes ou se movimentar, e no
caso de ’a’ significa de fato os seus movimentos esquerda,
direita, cima e baixo.

No espago de estado o principal objetivo é em um tempo
representar todas as informacgoes relevantes que ajude na
tomada de decisdo que resolva o MDP. O ’s’ é o Estado, que
s&o os fantasmas, o Pac-Man e todos os contetdos presentes
no labirinto.



As recompensas sdo as pontuacbes que é acumulada do
inicio até o final do jogo como, por exemplo, se o Pac-Man
come uma pastilha, um Ghost, se o labirinto estd limpo e
até mesmo quando o Pac-Man é derrotado, o que leva a
uma pontuacao negativa.

2.7 Redes Neurais Multi-Camadas

O autor Svozil comegca explicando que as redes neurais
sdo redes de elementos de processamento simples também
chamados de neurdnios, operando em seus dados locais e
comunicando com outros elementos. Sua estrutura foi inspi-
rada no cérebro real apesar que na pratica nao é bem assim,
porém os principios basicos sdo semelhantes. Cada neurénio
na rede é capaz de receber sinais de entrada processé-los e
enviar um sinal de saida. Cada neur6nio estd conectado com
pelo menos um neurdnio e cada conexao é avaliada por um
nimero real, chamado de coeficiente de peso, que reflete o
grau de importancia da conexao dada na rede neural.

Svozil explica como as Redes Neurais Multi-Camadas
(Multilayer Feed-Forward Neural Network - MLF) funcio-
nam, é apresentado que a rede neural é treinada com um al-
goritmo de aprendizagem back-propagation. Uma rede neu-
ral MLF possui neurdnios que sdo ordenados em camadas,
onde a primeira camada é chamada de camada de entrada,
a ultima de camada de saida e as camadas do meio sdo cha-
madas de camadas escondidas, cada neurénio de uma ca-
mada particular estd conectada com todos os neurénios da
préxima camada como pode ser visto na Figura [3] e essa
conexao ¢ caracterizada pelo coeficiente de peso que indica
a importancia dessa conexao.

]
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Camada de
enfrada Primeira Segunda Camada de
camada camada saida
escondida escondida

Figura 3: Multilayer Feed-Forward Neural Network

De acordo com o autor o algoritmo de back-propagation
tem o objetivo de ajustar o coeficiente de peso nos neurénios
usando a técnica de Gradient Descent para calcular o gradi-
ente da fungdo de erro. O nome é back-propagation, pois o
erro da saida propaga da camada de saida pelas as camadas
escondidas até a camada de entrada.

A Figura@é explicada por Saurabh da seguinte forma:

e Calculate the error(Calcule o erro) — Quao distante é

o seu modelo de saida da saida real.
e Error minimum?(Erro minimo?) — Verifique se o erro
estd minimizado ou nao.

ﬁ-:LI Training
Calculate the error :

Model

Update the parameters

Model is ready to make prediction

Figura 4: Funcionamento do algoritmo de back-propagation

s

e Update the parameters(Atualize os pardmetros) — Se o
erro for enorme, entdo, atualize os parametros (pesos
e vieses). Depois disso, verifique novamente o erro.
Repita o processo até que o erro se torne minimo.

e Model is ready to make a prediction(O modelo estd
pronto para fazer uma previsao) — Uma vez que o erro
se torna minimo, vocé pode alimentar algumas entra-
das para o seu modelo e ele produzird a saida.

Nesse trabalho a rede neural é treinada pelo @Q-Learning,
e aproxima Q(Estado, A¢ao) onde a agdo é o movimento do
Pac-Man e o estado é dado por diversos valores de entradas
que sao divididos entre os agentes do Pac-Man e Fantasmas.
Todos estados serao apresentados e explicados na secao da
proposta de speedrun.

3. TRABALHOS RELACIONADOS

O algoritmo do trabalho tem como objetivo ensinar
a inteligéncia artificial aplicada no Pac-Man a jogar. A si-
mulacao do jogo Pac-Man criada pelos autores tenta ser o
mais parecido possivel com o original. Na proposta do tra-
balho s@o apresentadas as seguintes informagoes sobre essa
simulagdo: ela tem um Pac-Man, 4 fantasmas, pastilhas e
super pastilhas que ao comer todas disponiveis o Pac-Man
vence o jogo, e se colidir com qualquer fantasma o Pac-Man
perde. Além disso, é apresentado que nao tem as frutas
como no original que dao como recompensa uma pontuagao,
possui apenas um level, uma vida e o comportamento dos
fantasmas sao estocasticos o que significa que seus movimen-
tos sdo aleatérios. Os fantasmas possuem dois estados que
é o de perseguir o Pac-Man e apenas se dispersar também
conhecido como os modos chase e scatter. De acordo com
Langbroek foi utilizado a técnica do Q-Learning, e na
parte do treino é levado em conta o desempenho do Pac-
Man nas suas vitérias e derrotas. As recompensas foram
aplicadas de acordo com a Tabela[3]

Esse algoritmo criado por é usado como base para
este trabalho, pois com ele a simulagdo do jogo Pac-Man
estd praticamente completa, porém o algoritmo nao possui
tempo de jogo, ndo tem pontuacgio, as diferentes personali-
dades dos fantasmas nao estdo implementadas, as recompen-
sas serdo necessarias a modificagdo de todos os seus valores,
o labirinto precisa ser recriado, o estado do labirinto nao pos-
sui alguns pontos importante para o objetivo de speedrun.



Evento Recompensa

Pastilha +9

Descricao

Pac-Man adquiriu
uma pastilha
Pac-Man
adquiriu uma
super pastilha
Pac-Man
colidiu com
um scared Ghost
Pac-Man
adquiriu todas as
pastilhas e
super pastilhas
Pac-Man colidiu
com um Ghost

Super Pastilha +1

Eliminar um Ghost +2

Vitéria 4100

Derrota -400

Pac-Man mudou
de caminho

Pac-Man
se movimentou

Mudar de diregao -0.5

Passo -5

Tabela 3: Recompensas aplicadas no Pac-Man segundo a
referéncia 29|

O que foi definido como derrota e vitéria precisa ser revi-
sado, no speedrun a vitéria serd quando o Pac-Man alcangar
10000 pontos e a sua derrota nao serd apenas ao colidir com
o fantasma, mas também ao comer todas as pastilhas e su-
per pastilhas sem alcangar os 10000 pontos, por tltimo, no
algoritmo desse jogo nao tem as frutas que também como as
pastilhas e super pastilhas possuem uma certa pontuagao.

No trabalho de Estevez et al. [30] é apresentado o treino
do Pac-Man com Reinforcement Learning e Case-based Re-
asoning usando a tecnologia @Q-Learning com o objetivo de
alcangar o maximo possivel de pontos e sobreviver o maximo
possivel. Case-Based Reasoning é uma técnica de aprendi-
zagem e resolucdo de problemas baseado na intuigdo que
problemas semelhantes geralmente tem solucoes semelhan-
tes. Em vez de tentar resolver cada problema a partir do
zero, os problemas sao resolvidos procurando experiéncias
anteriores semelhantes e adaptando sua solugao ao contexto
atual. Foi feita uma andlise sobre o problema e sua reso-
lucao e a partir disso, chegou-se na conclusao de que a uti-
lizagdo do Case-based Reasoning nao foi muito interessante
para o problema desse trabalho, pois os resultados deixaram
o Pac-Man muito tempo vivo tentando conseguir o méaximo
de pontos possivel, por isso, para o caso do speedrun nao é
uma solugao boa, mesmo assim o trabalho de Estevez et al.
serviu de grande ajuda nos processos do experimento.

Bom e Wiering [20] também apresentam o treino do Pac-
Man com Reinforcement Learning, porém seu objetivo é tor-
nar o treino eficiente e para isso eles criaram as entradas de
Higher-order Action-relative para serem usados em diferen-
tes labirintos no jogo Ms. Pac-Man, sem precisar fazer o
treino novamente. Higher-order Action-relative s&o entra-
das de dados relativos as agdes do Pac-Man. Elas sdo dadas
a uma unica rede neural que propaga sequencialmente as en-
tradas relativas as agdes para obter Q-Values de diferentes
acoes. Em comparagado com esse artigo o treino é feito com a
mesma técnica de Reinforcement Learning, porém esse tra-
balho nao tem objetivo de criar um treino eficiente, mas os
resultados e experimentos do artigo sdo usados como anélise

para o trabalho na etapa 2 dos processos do experimento
para decidir as melhores formas de treino.

Niel et al. [31] apresentam Reinforcement Learning apli-
cado em jogos de estratégia em tempo real, com os algorit-
mos do @Q-Learning e o método de Monte Carlo, a divisao
das recompensas foi por unidade individual e/ou comparti-
lhada entre todos no jogo, as unidades sdo os personagens
que fazem parte do jogo como o arqueiro, lanceiro etc, e
as recompensas sdo, por exemplo, inimigos mortos, vitdria,
derrota etc. Os resultados mostram que o desempenho do
Q-Learning em relagdo a quantidade de derrotas e empates
foram melhores que o do método de Monte Carlo, mas em
relacdo as vitérias o método de Monte Carlo teve um me-
lhor desempenho, além disso, com as recompensas aplicados
individualmente entre as unidades, os autores chegaram na
conclusao que o desempenho final foi melhor do que se as
recompensas fossem aplicadas compartilhadamente.

4. PROPOSTA DE SPEEDRUN

Essa secao apresenta o funcionamento do algoritmo de
reinforcement learning no treino do Pac-Man para reali-
zar speedrun. Como foi apresentado anteriormente na Se-
¢ao 2, os sistemas de reinforcement learning possuem al-
guns elementos-chaves, modelo, politica, recompensa e value
function. Nesse trabalho o modelo representa a simulagao
do game, a politica representa como o Pac-Man a partir de
valores providos pelo value function se comportard em um
estado, agentes sdo representados pelo fantasmas e Pac-Man,
estado representa o ambiente em um momento e recompensa
representa quais sao as recompensas do Pac-Man a partir de
suas acoes. Nas subsecoes abaixo serd explicado mais deta-
lhadamente sobre todas as partes do algoritmo.

4.1 Modificacoes no jogo do Pac-Man

Para o jogo do Pac-Man foi utilizado como inspiracdo o
projeto de Lankbroek [29], codificado em C++, que usa o
Q-Learning com rede neural artificial para treinar o per-
sonagem do Pac-Man para que ele consiga jogar o jogo de
forma automaética. A implementacao original de Lankbroek
foi adaptada neste trabalho para incluir algumas caracteris-
ticas préprias do jogo do Pac-Man, principalmente o sistema
de pontuacao, essencial para o modo de jogo do speedrun,
a vitéria acontece quando consegue coletar 10.000 pontos
em menos de dois minutos, e para a derrota, o personagem
principal tem que colidir com um dos fantasmas, ou tam-
bém se nao conseguir chegar a pontuagao de 10.000 pontos
no periodo especifico.

No algoritmo foram feitas muitas mudangas no funciona-
mento do jogo para atender as necessidades do trabalho,
lembrando que todas as mudancas no jogo foram feitas para
ser o mais préximo possivel do jogo original do Pac-Man
como, por exemplo, Adicionado um novo labirinto o mais
préximo possivel do original. Modificado o tempo dos mo-
dos Scatter e Chase para apenas o primeiro turno e segundo
turno explicados na secao 2.1, pois como o jogo tem uma
duragao de no méaximo 2 minutos e o objetivo é diminuir
mais ainda esse tempo, ndo foi necessario adicionar os ou-
tros turnos, foi modificado também o tempo que a super
pastilha fica ativa. Adicionado a pontuagdo méaxima e o seu
numero de rounds no treino quando ocorrer uma vitoria,
para uma melhor andlise dos testes. Adicionado o sistema
de pontuagdo onde a pastilha possui 10 pontos, a super pas-
tilha 50 pontos e o fantasma eliminado 200 pontos, além



disso, foi adicionado o combo que ao fantasma for eliminado
em sequéncia o Pac-Man ganha a pontuagdo do fantasma
eliminado anteriormente multiplicado por 2. Foram adicio-
nadas as personalidades dos fantasmas quando eles entram
no modo Chase, foi implementado da seguinte forma:

e Blinky: Se movimenta para a posi¢do atual do Pac-
Man.

e Pinky: Se movimenta para a posi¢do atual do Pac-
Man mais 4 posigoes na diregdo onde o Pac-Man esta
apontando.

e Inky: Se movimenta parecido com o Pinky a diferenca
é o nimero de posigdes a frente do Pac-Man, O Inky
usa a distancia do Blinky para o Pac-Man multiplicado
por 2 para ser a posi¢do que vai se movimentar. Possui
um limite de 8 posigoes a mais.

e Clyde: Se movimenta para posi¢ao atual do Pac-Man,
mas quando estiver pelo menos 4 posigoes proximo ele
entra no modo scatter e foge do Pac-Man.

4.2 Modelo e Estado

De acordo com um espago de estado ideal para re-
presentacao do jogo Pac-Man poderia incorporar todas as
informagoes incluidas em um snapshot do jogo, como: a po-
sicao do Pac-Man no labirinto, a situacao das pastilhas e
super pastilhas e as condigbes dos fantasmas ao redor do
Pac-Man. No algoritmo na model foi necessario adicionar
um labirinto que fosse mais parecido possivel com o labi-
rinto do jogo original do Pac-Man, com 240 pastilhas e 4
super pastilhas.

O estado é representado no algoritmo por diversos valores
que definem todas as informagoes contidas no jogo, além dos
estados que ja existiam, novos foram adicionados, Todos os
estados que foram utilizados para o objetivo desse trabalho
sao:

1. Pac-Man

e A posicao inicial e a posi¢ao atual do Pac-Man.

e Notificagoes quando come uma pastilha, super pas-

tilha, quando elimina um fantasma, vence e perde.
2. Fantasmas

e A posicdo inicial e a posigao atual dos fantasmas.

e Quando os fantasmas estdo no modo Chase ou
Scatter.

e Duragao para a mudanga de modo.

A durag&o para o fantasma ser revivido.

Tipo de fantasma, por exemplo, Blinky, Pinky,
Inky e Clyde.

3. Labirinto

e Todas as posigoes e representacoes visuais das pa-
redes, caminhos livres, area de renascimento, pas-
tilhas, super pastilhas, Pac-Man, Blinky, Pinky,
Inky e Clyde.

e Todas as pontuagoes, por exemplo, por adquirir
pastilhas, super pastilhas, eliminar um fantasma
e o total.

e Duragao da super pastilha.
e Os combos por eliminar fantasmas em sequéncia.

e Quantidade total de pastilhas e super pastilhas,
também a quantidade total adquiridas pelo Pac-
Man.

e Distancia para a pastilha ou super pastilha mais
préoxima.

e Distancia do fantasma mais préximo.

e Posicao valida para se movimentar.

4.3 Recompensa(Reward)

No algoritmo as recompensas foram modificadas para atin-
gir o objetivo do trabalho, todas elas estao representadas na
tabela [l

Evento Recompensa Descrigao
Pastilha +30 Pac-Man adquiriu
uma pastilha
Super Pastilha +500 Pac-Man

adquiriu uma
super pastilha

Eliminar um Fantasma +3000 Pac-Man
colidiu com o
primeiro fantasma

Combo x2 +6000 Pac-Man
colidiu com o
segundo fantasma

Combo x3 +9000 Pac-Man
colidiu com o
terceiro fantasma

Combo x4 +12000 Pac-Man
colidiu com o
quarto fantasma

Vitoéria +3000 Pac-Man
adquiriu todas as
pastilhas e
super pastilhas

Derrota -9000 Pac-Man colidiu
com um fantasma
Passo -10 Pac-Man

se movimentou

Diregao reversa -200 Pac-Man
se movimentou para
uma dire¢ao contraria

Tabela 4: Recompensas aplicadas no Pac-Man

As recompensas foram distribuidas com o foco em fazer
com que o Pac-Man consiga a maior pontuacao possivel para
dessa forma ter um melhor desempenho no speedrun, pois
para conseguir chegar aos 10000 pontos uma das formas e
a mais rapida é eliminar os fantasmas através de combos, o
que significa eliminar um atras do outro em sequéncia. Com
3 super pastilhas e 12 fantasmas eliminados em sequéncia
sa0 9150 pontos sem contar com as pastilhas normais que ja
levam aos 10000 pontos independente do caminho escolhido
para chegar nas super pastilhas.

5. EXPERIMENTOS E RESULTADOS



5.1 Processos do Experimento

Para a realizagio desse trabalho, foi necessario realizar as
seguintes etapas:

1. Foi necessario o estudo e andlise do jogo Pac-Man e da
tecnologia @-Learning para, com isso, ter as melhores
opgoes de mudanca de cédigo para o objetivo de spe-
edrun como, por exemplo, garantir um foco maior em
estratégias para eliminar os 4 fantasmas em sequén-
cia logo apds comer a super pastilha, pois é necessario
conseguir 10000 pontos o mais rapido possivel. Uma
estratégia usada por competidores é esperar os fantas-
mas chegarem perto antes de comer a super pastilha,
para entdo, aumentar as chances de fazer com que o
Pac-Man consiga comer os 4 fantasmas em sequéncia,
com isso aproveitar os multiplicadores da melhor forma
possivel.

2. Com as opgoes de mudangas de cédigo em maos as
mesmas ja puderam ser testadas no jogo, porém como
Reinforcement Learning nao existem dados para serem
adicionados a aplicagao, pois o préprio paradigma que
decide quais sao os melhores dados a serem armaze-
nados, entdo também foi feita uma andlise de quanto
tempo em média sera preciso para treinar o Pac-Man
em cada uma dessas opgodes para uma melhor eficdcia.

3. Por dltimo, uma comparagao dos resultados alcanca-
dos com os resultados que foram almejados, por exem-
plo, em quanto tempo a inteligéncia artificial do Pac-
Man conseguiu alcangar os 10000 pontos e comparar
esse resultados com a de lideranca mundial de spee-
drun, e caso ndo tenha sucesso, servird como base tudo
que foi aprendido para nao repetir os mesmos erros, e
com isso recomecar da primeira etapa.

5.2 Configuracao Experimental

Para informacao todos os treinos foram feitos em um no-
tebook com a seguinte configuragio:

Processador: Intel(R) Core(TM) 13-6100U

Meméria RAM: 4GB

Sistema Operacional: Arch Linux

Houve 3 possiveis linguagens como opg¢oes para a criagdo
do algoritmo, essas s&o, Java, Python e C++, mas por causa
da méquina foi escolhido fazer com a linguagem C++, pois
das 3 opcoes foi a que teve melhor desempenho na méquina
citada. Cada treino da rede neural é feita em 5000 jogos que
duram em torno de 40 minutos dependendo da quantidade
de jogos e dos parametros modificados, logo depois do treino
sao feitas 3 rodadas de testes onde cada rodada possui 5000
jogos que tem uma duracao mais rapida do que a do treino.
Os experimentos que foram aplicados neste trabalho sdo:

e No primeiro experimento foram feitas mudancgas nos
parametros do fator de aprendizagem « e o fator de
regularizagdo v no algoritmo @-Learning.

e No segundo experimento foram mudancas na Rede Neu-
ral Multi-Camadas mais especificamente nas camadas
escondidas e neuronios escondidos.

e No terceiro experimento foram mudangas nas recom-
pensas por adquirir as pastilhas e super pastilhas.

e No quarto experimento foram mudancas nas recom-
pensas por eliminar um fantasma.

Figura 5: P: Pac-Man, B: fantasma Blinky, K: fantasma
Pinky, I: fantasma Inky, C: fantasma Clyde, ’ ’: espaco livre,
%: parede, .: pastilha, o: super pastilha.
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O jogo do Pac-Man é uma simulagao feita no console que
tenta ser o mais préximo possivel do jogo original, as re-
presentacgoes visuais estdao presentes no estado do labirinto e
sdo representadas por caracteres, como pode ser visto na
Figura A implementacdo deste trabalho esta disponi-
vel no github: https://github.com/emanuelssj/Lunafreya-
Pacman-Speedrunl

5.3 Resultados e Discussao

No primeiro experimento foram testados e avaliados os
dois parametros do @Q-Learning: o fator de aprendizagem o
e o fator de regularizacao . Esses foram avaliados com base
no sistema de recompensas que pode ser visto na Tabela [4]
Foram feitas diferentes rodadas de treinos e testes da rede
neural, onde cada uma dessas rodadas possui 5000 jogos que
duram entre 40 minutos. As recompensas foram fixas, mas
os parametros citados foram testados com diferentes valores.

O fator de aprendizagem foi variado entre 0,1 a 0,4 e o
fator de regularizagao de 0,0000001 a 0,0000009. Esses valo-
res foram escolhidos em torno dessa faixa de variacao porque
essa faixa que garantiu os resultados mais consistentes para o
modo de jogo speedrun do Pac-Man. Nos testes, foi avaliado
com os parametros citados acima se o Pac-Man conseguiria
uma pontuagao de 10000 pontos no menor tempo possivel.

Nas Figuras[f] e [7 é mostrada a influéncia dos fatores de
aprendizagem e regularizacao na pontuagao de 10000 pontos
obtida pelo Pac-Man no periodo de no méximo 2 minutos.
Assim como pode ser visto na Figura [} quanto menor o fa-
tor de aprendizagem, maior a precisao do treinamento com
a rede neural, bem como a pontuagdo méxima obtida pelo
Pac-Man com destaque para o 0,0000001 que conseguiu com
834 rounds em torno de 1 minuto e 1 segundo. Os resultados
obtidos na Figura [7] mostram que quanto maior o fator de


https://github.com/emanuelssj/Lunafreya-Pacman-Speedrun
https://github.com/emanuelssj/Lunafreya-Pacman-Speedrun

regularizacao, melhor o desempenho do Pac-Man com des-
taque para o 0.7 que conseguiu em 635 rounds em torno de
47 segundos.

No segundo experimento foram testados e avaliados os
parametros da Rede Neural Multi-Camadas: Camadas e
neuronios escondidos. Esses também como no primeiro ex-
perimento foram avaliados com base no sistema de recom-
pensas que pode ser visto na Tabela@ Foram feitas diferen-
tes rodadas de treinos e testes da rede neural, onde cada uma
dessas rodadas possuem 5000 jogos que duram entre 40 a 60
minutos. As recompensas foram fixas, mas os parametros
citados foram testados com diferentes valores.

A camada escondida foi variada entre 1 a 4 e o neur6nio
escondido foi testado com os valores 50, 100, 150 e 200. Esses
valores foram escolhidos em torno desses nimeros porque
com valores muito baixos as derrotas eram constantes apesar
disso essa faixa garantiu alguns resultados favoraveis para o
modo de jogo speedrun do Pac-Man. Nos testes, foi avaliado
com os parametros citados acima se o Pac-Man conseguiria
uma pontuagao de 10000 pontos no menor tempo possivel.

Nas Figuras[8|e[J] ¢ mostrada a influéncia da camada es-
condida e neurdnio escondido na pontuagao de 10000 pontos
obtida pelo Pac-Man no periodo de no méximo 2 minutos.
Assim como pode ser visto na Figura [8] apenas com 2 e 3
camadas que foi possivel chegar no objetivo, com destaque
para 2 que foi em 640 rounds em torno de 48 segundos. Ja
na Figura[d] é possivel ver que todos os valores testados con-
seguiram chegar no objetivo com destaque para o 200 que
foi em 749 rounds em torno de 56 segundos.

No terceiro experimento foram testados e avaliados os pa-
rametros de recompensa por: pastilha e super pastilha. Esse
diferente dos dois experimentos anteriores, a tabela [] teve
mudangas nas recompensas por adquirir uma super pastilha
e uma pastilha, as outras recompensas ficaram fixas. Foram
feitas diferentes rodadas de treinos e testes da rede neural,
onde cada uma dessas rodadas possuem 5000 jogos que du-
ram entre 40 minutos.

Na recompensa por pastilha foi testado os valores 0, 5,
10, 15, 20, 25, 30 e 40 e a recompensa por super pastilha foi
testados os valores 150, 200, 250, 300, 350, 400, 450 e 500.
Esses valores foram escolhidos em torno dessa faixa de vari-
acao porque tiveram resultados melhores para o speedrun e
também sao valores que se encaixam melhor no ambiente de
recompensas que foi mostrado na tabela 4} pois com valores
altos nao teve bons resultados. Nos testes, foi avaliado com
os parametros citados acima se o Pac-Man conseguiria uma
pontuacao de 10000 pontos no menor tempo possivel.

Nas Figuras [I0] e [[I} é mostrada a influéncia das recom-
pensas por pastilha e super pastilha na pontuacgdo de 10000
pontos obtida pelo Pac-Man no periodo de no maximo 2 mi-
nutos. Assim como pode ser visto na Figura [[0] e na Figura
praticamente todos os valores chegaram no objetivo com
destaque no caso da recompensa por pastilha para o 20 que
conseguiu em 584 rounds em torno de 43 segundos e no caso
da recompensa por super pastilha para o 400 que conseguiu
em 599 rounds em torno de 45 segundos.

No tltimo e quarto experimento foram testados e avali-
ados os parametros de recompensa por: eliminar um fan-
tasma. Esse igual o terceiro experimento, a tabela E| sé teve
mudangas nas recompensas por eliminar um fantasma e com-
bos, as outras recompensas ficaram fixas. Foram feitas dife-
rentes rodadas de treinos e testes da rede neural, onde cada
uma dessas rodadas possuem 5000 jogos que duram entre 40

minutos.

Na recompensa por eliminar um fantasma foi testado os
valores 500, 1000, 1500, 2000, 2500, 3000, 3500 e 4000. Es-
ses valores foram escolhidos em torno dessa faixa de varia-
¢ao porque tiveram resultados melhores para o speedrun e
também sao valores que se encaixam melhor no ambiente
de recompensas que foi mostrado na tabela [ pois como
no speedrun do Pac-Man eliminar fantasmas é obrigatério
para conseguir chegar aos 10000 pontos, valores baixos tive-
ram apenas péssimos resultados e com valores muito altos
tiveram resultados medianos. Nos testes, foi avaliado com
os parametros citados acima se o Pac-Man conseguiria uma
pontuacao de 10000 pontos no menor tempo possivel.

Na Figura [I2] ¢ mostrada a influéncia das recompensas
por eliminar um fantasma na pontuagao de 10000 pontos
obtida pelo Pac-Man no periodo de no méximo 2 minutos.
Quase todos os valores chegaram no objetivo com destaque
para o 3500 que conseguiu em 959 rounds em torno de 1
minuto e 11 segundos.

6. CONCLUSAO

Neste trabalho, foi apresentada uma avaliacdo do tradici-
onal algoritmo de Q-Learning no contexto do jogo Pac-Man,
jogado no modo speedrun.

No primeiro experimento os resultados com valores altos
no fator de aprendizagem nao tiveram bons resultados e nao
eram consistentes, por isso, os valores testados foram bai-
x0s. O problema é que com valores préoximo de 1 o Pac-Man
tem o foco em explorar o ambiente, o que nao é o foco do
modo de jogo speedrun, e com valores préximo de 0 o foco é
em completar os objetivos o que faz com que todo o tempo
gasto seja 1til em relagio ao speedrun. O fator de regulariza-
cao foi possivel testar em diversos valores, mas os melhores
resultados foram com valores altos, isso porque com valores
proximo de 1 o foco é em recompensas futuras e no Pac-Man
juntar os fantasmas antes de adquirir a super pastilha é ne-
cessario para garantir um combo X4, com isso, a pontuacgao
serd bem maior garantindo assim um melhor desempenho
para o speedrun na categoria de 10000 pontos. Com valo-
res proximo de 0 o foco é em recompensas imediatas o que
no Pac-Man nao vai garantir altas pontuacoes rapidamente,
pois eliminar os fantasmas a partir de combos é a tnica
forma de garantir 10000 pontos.

No segundo experimento sé foi possivel testar com valores
baixos, pois ao testar com valores altos a maquina usada
para os experimentos parava de funcionar ou os experimen-
tos demoravam muito tempo para completar.

No terceiro experimento nao se esperava grandes resulta-
dos, seria usado como uma anélise para o préximo, neste
experimento seria escolhido os melhores valores para testar
junto com o quarto experimento mas, foi o que garantiu o
melhor resultado do trabalho.

No quarto experimento foi onde se esperava os melhores
resultados e foi possivel chegar aos 10000 pontos mas, preci-
sou de muito tempo para chegar nessa pontuacgao o que para
o speedrun nao é nada bom.

Foi verificado a partir dos experimentos realizados que
com um algoritmo de Reinforcement Learning é possivel o
Pac-Man nao sé jogar, mas também realizar speedrun, pois
os resultados conseguiram confirmar a hipdtese criada por
esse trabalho que foi chegar a resultados iguais ou melhores
dos 3 primeiros colocados dos competidores de speedrun no
jogo Pac-Man, no caso do primeiro colocado seu tempo foi



de 43 segundos e o resultado obtido neste trabalho foi de 43
segundos no terceiro experimento.

Como trabalhos futuros, objetiva-se garantir uma consis-
téncia nos resultados de speedrun da inteligéncia artificial no
Pac-Man, ou seja, aumentar o nimero de vitérias para en-
tao garantir melhores resultados constantes, a avaliacao de
outras técnicas como o deep Q-Learning que possa garan-
tir melhores resultados ou a consisténcia nas vitérias e além
disso, almeja-se a realizagao de testes com outras versées do
Pac-Man, como o Ms. Pac-Man ou uma versao sem as per-
sonalidades dos fantasmas para entdo checar a diferenga nos

resultados.
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8. ANEXOS
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Figura 7: Experimento 1 variagdo do Fator de Regularizagao
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